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บทคัดย่อภาษาไทย   

บทคัดย่อ 
งานวิจัยฉบับนี้มีวัตถุประสงค์เพื่อเปรียบเทียบประสิทธิภาพของเทคนิคเหมืองข้อมูล  
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เกินจำนวนกลุ่มน้อยสังเคราะห์ ข้อมูลครอบคลุมรายละเอียดสินเชื่อบุคคลในช่วงเดือนมกราคม 

2565 ถึงเดือนกรกฎาคม 2566 และมีการติดตามพฤติกรรมการชำระหนี้เพิ่มเติมอีก 18 เดือน 

จนถึงเดือนกุมภาพันธ์ 2568 ผู้กู้ถูกจำแนกออกเป็น 2 กลุ่ม ได้แก่ กลุ่มท่ีไม่ผิดนัดชำระหนี้ และ

กลุ่มท่ีผิดนัดชำระหนี้ งานวิจัยน้ีได้ทำการเปรียบเทียบอัลกอริทึม 3 วิธี ได้แก่ โครงข่ายประสาท

เทียมกราฟคอนโวลูชัน เอ็กตรีมกราเดี้ยนบูทติ้ง และ โมเดลแบบผสมผสานระหว่างโครงข่าย

ประสาทเทียมกราฟคอนโวลูชันและเอ็กตรีมกราเดี้ยนบูทติ้ง ประสิทธิภาพของโมเดลถูกประเมิน
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พบว่า แบบจำลองเอ็กซ์ตรีมกราเดียนต์บูสติ้ง (XGBoost) มีประสิทธิภาพดีท่ีสุดท้ังในข้ันตอนการ

ฝึกแบบจำลองและการทดสอบ โดยในข้ันตอนการฝึกแบบจำลองสามารถให้ค่าความถูกต้องเท่ากบั 

92.44% ค่าความแม่นยำเท่ากับ 0.93 และมีค่าระลึกและค่าการถ่วงดุลเท่ากับ 0.92 นอกจากนี้ 

เม่ือทดสอบแบบจำลองด้วยข้อมูลท่ีไม่เคยใช้ในการฝึกแบบจำลองมากอ่น พบว่าสามารถให้ค่าความ

ถูกต้องเท่ากับ 86.8% และมีค่าความแม่นยำ ค่าระลึก และค่าการถ่วงดุล เท่ากับ 0.87 
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ABSTRACT 
This research compare the performance of data mining techniques in 

predicting personal loan borrowers who are likely to default. The dataset used in 

this study consists of 20,000 records with a total of 11 features. All data were 

subjected to data cleaning, data transformation, and class balancing using the 

SMOTE technique. The dataset covers personal loan information from January 2022 

to July 2023, with repayment behavior monitored for an additional 18 months 

through February 2025. Borrowers were classified into two groups: non-delinquent 

and delinquent. This research compares three algorithms: Graph Convolutional 

Network (GCN), Extreme Gradient Boosting (XGBoost), and a Hybrid model. Model 

performance was evaluated using accuracy, precision, recall, and F1 -score as 

performance metrics. The results indicate that the Extreme Gradient Boosting 

(XGBoost) model achieved the best performance in both the training and testing 

phases. During the training phase, the model achieved an accuracy of 92.44%, with 

a precision of 0.93, and both recall and F1-score of 0.92. Furthermore, when 

evaluated using unseen data that were not included in the training process, the 

model achieved an accuracy of 86.8%, with precision, recall, and F1-score values of 0.87 

 (Total 89 Pages) 
Keywords: Graph Convolutional Network (GCN), Extreme Gradient Boosting 
(XGBoost), Personal Loan Default 
          Advisor 
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การสนับสนุนในการอำนวยความสะดวกในการเก็บรวบรวมข้อมูล ซึ่งมีส่วนสำคัญต่อความสำเร็จ
ของงานวิจัยฉบับนี้ 

ข้าพเจ้ายังรู้สึกซาบซึ้งต่อเพ่ือนร่วมงานและเพ่ือนร่วมช้ันทุกคนท่ีช่วยในการสนับสนุนและ
คอยให้คำปรึกษารวมทั้งความช่วยเหลือตลอดการศึกษาและการค้นคว้าอิสระ ให้กำลังใจตลอด
ระยะเวลาการทำวิจัย   
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หากงานวิจัยฉบับนี้มีข้อบกพร่องประการใด ข้าพเจ้ายินดีรับข้อเสนอแนะเพ่ือนำไปพัฒนาต่อไป 
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บทท่ี 1 
บทนำ 

 
1.1  ความเป็นมาและความสำคัญ 
 ในปี พ.ศ. 2566 ระดับหนี้ครัวเรือนของประเทศไทยปรับตัวเพิ่มขึ้นสู่ระดับร้อยละ 91.3  
ต่อผลิตภัณฑ์มวลรวมภายในประเทศ (GDP) ซึ ่งมีสาเหตุหลักมาจากการขยายตัวของสินเช่ือ 
เพ่ือการอุปโภคบริโภคและสินเช่ือเพ่ือท่ีอยู่อาศัย ขณะเดียวกัน สัดส่วนหนี้ท่ีไม่ก่อให้เกิดรายได้ (Non-
Performing Loans: NPLs) ในกลุ่มสินเชื่ออุปโภคบริโภค อสังหาริมทรัพย์ และสินเชื่อยานยนต์  
มีแนวโน้มเพิ่มสูงขึ้นอย่างต่อเนื่องนับตั้งแต่ช่วงก่อนการแพร่ระบาดของโรคโควิด -19 [1] ส่งผลให้
ประเทศไทยจัดอยู่ในกลุ่มประเทศท่ีมีระดับหนี้ครัวเรือนต่อ GDP สูงเป็นอันดับต้น ๆ ของโลก 
 นอกจากนี้ ภาระการชำระหนี ้ต ่อรายได้ของครัวเรือน (Debt Service Coverage Ratio: 
DSCR) ของประเทศไทยอยู่ท่ีระดับร้อยละ 22.3 ซึ่งสูงกว่าค่าเฉล่ียของประเทศเศรษฐกิจหลักท่ีอยู่ ท่ี
ประมาณร้อยละ 9.8 อย่างมีนัยสำคัญ ประกอบกับอัตราดอกเบ้ียนโยบายท่ีปรับเพ่ิมข้ึนสู่ระดับสูงสุด
ในรอบกว ่า 10 ป ี  ส ่ งผลให ้ความสามารถในการชำระหน ี ้ของภาคคร ัวเร ือนลดลง และ  
เพิ่มความเปราะบางต่อเสถียรภาพของระบบการเงินและเศรษฐกิจโดยรวมในระยะยาว โดยเฉพาะ 
เม่ือโครงสร้างหนี้ครัวเรือนของไทยส่วนใหญ่กระจุกตัวอยู่ในสินเช่ือบัตรเครดิตและสินเช่ือส่วนบุคคล 
 ในปัจจุบัน ความต้องการใช้สินเชื่อส่วนบุคคลมีแนวโน้มเพิ่มขึ้นอย่างต่อเนื่อง เนื่องจาก
ประชาชนใช้สินเช่ือดังกล่าวเพ่ือรองรับค่าใช้จ่ายในชีวิตประจำวันและความจำเป็นทางการเงินต่าง ๆ 
อย่างไรก็ตาม การให้สินเช่ือย่อมนำมาซึ่งความเส่ียงด้านการผิดนัดชำระหนี้ ซึ่งอาจนำไปสู่การเพ่ิมข้ึน
ของ NPLs ในระบบสถาบันการเงิน อ ีกทั ้งภายใต้หลักเกณฑ์การรายงานทางการเงิน TFRS 9  
ที่กำหนดโดยธนาคารแห่งประเทศไทย สถาบันการเงินจำเป็นต้องตั้งสำรองผลขาดทุนด้านเครดิตท่ี
คาดว ่าจะเก ิดข ึ ้น (Expected Credit Loss: ECL) ส ่งผลให ้ต ้นท ุนทางการเง ินเพ ิ ่ม สู ง ข้ึน 
และอาจกระทบต่อสภาพคล่องและความสามารถในการดำเนินธุรกิจ 
 ด้วยเหตุนี้ สถาบันการเงินจึงได้นำเทคนิคการทำเหมืองข้อมูล (Data Mining) และ Machine 
Learning มาใช้ในการพยากรณ์ความเสี่ยงด้านเครดิตและโอกาสการผิดนัดชำระหนี้ของล ูกค้า 
งานวิจัยจำนวนมากแสดงให้เห็นถึงประสิทธิภาพของแบบจำลองต่าง ๆ เช่น XGBoost [1–4] 
แบบจำลองโครงข่ายประสาทเชิงกราฟ ได ้แก ่ Graph Neural Network (GNN) และ Graph 
Convolutional Network (GCN) [5–8] รวมถึงแนวทางแบบผสมผสาน (Hybrid Models) [5, 8–10] 
ซึ่งสามารถเพ่ิมความแม่นยำในการพยากรณ์ลูกหนี้ค้างชำระได้อย่างมีประสิทธิภาพ 
 
 ดังนั้น งานวิจัยนี้มีวัตถุประสงค์เพื ่อพัฒนาแบบจำลองการพยากรณ์การผิดนัดชำระหนี้  
ของลูกค้าสินเชื่อส่วนบุคคล โดยประยุกต์ใช้เทคนิค เหมืองข้อมูล ในการวิเคราะห์ข้อมูลลักษณะ
ประชากรศาสตร์และพฤติกรรมทางการเงินของลูกค้า เพ่ือสนับสนุนการบริหารความเส่ียงด้านเครดิต 
ลดโอกาสการเกิดหนี้เสีย และช่วยให้สถาบันการเงินสามารถบริหารการตั้งสำรองภายใต้กรอบ TFRS 9 
ได้อย่างมีประสิทธิภาพมากยิ่งข้ึน 
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1.2  วัตถุประสงค์ของการวิจัย 
 1.2.1  เพ่ือสร้างแบบจำลองในการพยากรณ์ลูกหนี้ค้างชำระของสินเช่ือบุคคล 
 1.2.2  เพ่ือเปรียบเทียบประสิทธิภาพของอัลกอริทึมสำหรับการพยากรณ์ลูกหนี้ค้างชำระ 
 1.2.3  เพ่ือนำเสนอผลการพยากรณ์ลูกหนี้ค้างชำระของสินเช่ือบุคคล 
 
1.3  ขอบเขตของการวิจัย 
 1.3.1  ข้อมูลท่ีใช้เป็นข้อมูลพอร์ตสินเช่ือบุคคล ของสถาบันการเงินแห่งหนึ่ง 50,000 ระเบียน 
ข้อมูลจะประกอบด้วย จุดประสงค์การกู้ วงเงินกู้ ยอดคงเหลือ อายุ อาชีพ รายได้ ค่าใช้จ่าย ประเภท
ของผู้กู้ ระยะเวลาขอกู้ สถานะสมรส ระดับการศึกษา ประเภทท่ีอยู่อาศัย อายุงานและ กรรมสิทธ์ิใน
สถานประกอบการ เป็นต้น 
 1.3.2  เทคนิคการเรียนรู้เชิงลึกที่ใช้พัฒนาแบบจำลอง และเปรียบเทียบเพื่อหาแบบจำลอง 
ท่ีเหมาะสมสำหรับการพยากรณ์ลูกหนี้ค้างชำระ ประกอบด้วย 3 เทคนิค ได้แก่ 
    1.3.2.1  โครงข่ายประสาทเทียมกราฟคอนโวลูชัน (Graph Convolutional Network: GCN) 
       1.3.2.2  เอ็กตรีมกราเดี้ยนบูทติ้ง (Extreme Gradient Boosting : XGBoost) 
       1.3.2.3  Hybrid of Graph Convolutional Network and Extreme Gradient Boosting 
(Hybrid GCN + XGBoost) 
  1.3.3  การประเมินประสิทธิภาพแบบจำลองสำหรับการพยากรณ์ลูกหนี้ค้างชำระ 
     1.3.3.1  ค่าความถูกต้อง (Accuracy)  
     1.3.3.2  ค่าความแม่นยำ (Precision)  
     1.3.3.3  ค่าระลึก (Recall) 
     1.3.3.4  ค่าการถ่วงดุล (F1-Score) 
  1.3.4  เครื่องมือท่ีใช้ในการประมวลผลสำหรับการพยากรณ์ลูกหนี้ค้างชำระ 
     1.3.4.1  เครื่องมือในการเก็บรวบรวมข้อมูล : MS Excel 
     1.3.4.2  เครื่องมือในการเขียน Code : Visual Studio Code 
     1.3.4.3  ภาษาท่ีใช้ในพัฒนาแบบจำลอง และนำเสนอ: Python, HTML, JS 
 
1.4  ประโยชน์ที่คาดว่าจะได้รับ 
 1.4.1  ได้แบบจำลองท่ีเหมาะสมสำหรับการพยากรณ์ลูกหนี้ค้างชำระ 
 1.4.2  เพ่ือใช้เป็นข้อมูลสนับสนุนสำหรับหน่วยงานท่ีเกี่ยวข้องสามารถนำผลการวิจัยไปวางแผน 
วิเคราะห์ หรือกำหนดมาตรการต่าง ๆ เพ่ือช่วยในการให้สินเช่ือสำหรับสินเช่ือบุคคล 
 1.4.3  เพ่ือช่วยป้องกันความเส่ียงท่ีเกิดจากการผิดนัดชำระหนี้ให้แก่สถาบันการเงินได้ดีข้ึน 
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บทท่ี 2 
เอกสารและงานวิจัยท่ีเกี่ยวข้อง 

 
 การดำเนินงานวิจ ัยการพยากรณ์ลูกหนี ้ค้างชำระของสินเชื ่อบุคคลด้วยเทคนิคเหมือง  
ผู้วิจัยได้ศึกษาหลักการ ทฤษฎี และงานวิจัยท่ีเกี่ยวข้องเพ่ือเป็นพ้ืนฐานสำหรับวิเคราะห์ความคิดเห็น ดังนี้ 
 2.1  การพยากรณ์ลูกหนี้ค้างชำระ (Credit Risk Prediction) 
 2.2  โครงข่ายประสาทเทียมกราฟคอนโวลูชัน Graph Convolutional Network (GCN) 
 2.3  เอ็กตรีมกราเดี้ยนบูทติ้ง (Extreme Gradient Boosting : XGBoost) 
 2.4  การผสมผสานระหว่างโครงข่ายประสาทเทียมกราฟคอนโวลูชันและ 
เอ็กตรีมกราเดี้ยนบูทติ้ง (GCN + XGBoost) 
 2.5  งานวิจัยท่ีเกี่ยวข้อง 
 
2.1  การพยากรณ์ลูกหนี้ค้างชำระ (Credit Risk Prediction) 
 การพยากรณ์ (Forecasting) คือ กระบวนการประมาณค่าหรือคาดการณ์เหตุการณ์ในอนาคต
โดยอาศัยข้อมูลในอดีตและปัจจุบันร่วมกับแบบจำลองทางสถิติหรือแบบจำลองเชิงคณิตศาสตร์ 
จุดประสงค์ของการพยากรณ์ คือ ช่วยสนับสนุนการตัดสินใจภายใต้ความไม่แน่นอน (Uncertainty) 
โดยเฉพาะในด้านธุรกิจ การเงิน และการบริหารความเส่ียง [1-3] 
 ในบร ิบทของการพยากรณ์ล ูกหน ี ้ค ้า งชำระ หร ือ  การพยากรณ์ความเส ี ่ ยงเครดิต  
(Credit Risk Prediction) คือ การพยากรณ์มีลักษณะเป็นการจำแนกประเภท (Classification)  
โดยใช้กระบวนการ ข้อมูลและแบบจำลองทางสถิต ิหร ืออ ัลกอริทึมการเร ียนรู ้ของเคร ื ่อง  
(Machine Learning) เพ่ือทำนายความน่าจะเป็นท่ีลูกค้าจะผิดนัดชำระหนี้ (Default) หรือไม่สามารถ
ชำระหนี้ตามกำหนดเวลาได้ โดยมีเป้าหมายเพื่อช่วยให้สถาบันการเงินสามารถบริหารความเสี่ยง  
ลดการสูญเสียเงินทุน และตัดสินใจในการปล่อยสินเชื่อได้อย่างมีประสิทธิภาพ โดยการจำแนก
ประเภท จะแบ่งลูกค้าออกเป็นกลุ่ม เช่น กลุ่มปกติ (Non-Default) กลุ่มผิดนัดชำระ (Default) 
 การพยากรณ์ลูกหนี้ค้างชำระโดยจะใช้ความสัมพันธ์ระหว่างตัวแปรเพ่ือมองหาความเช่ือมโยง
เ ช ิ ง สถ ิ ต ิ หร ื อ เ ช ิ ง โคร งสร ้ า ง ระหว ่ า งป ั จ จ ั ยต ่ า ง  ๆ  ท ี ่ ม ี ผลต ่ อก า รผ ิ ดน ั ดชำ ระหนี้   
แล้วนำความสัมพันธ์เหล่านั ้นมาใช้สร ้างแบบจำลองการทำนาย ตัวอย่างเช่น รายได้ต่อเด ือน  
กับภาระหนี้มักสัมพันธ์กันกับความสามารถในการชำระหนี้ หากลูกค้ามีรายได้ต่ำแต่ภาระหนี้สูงโอกาส
ผิดนัดก ็จะมากขึ ้น หรือสถานภาพสมรสกับพฤติกรรมการชำระหนี ้ก ็อาจมีความสัมพ ัน ธ์  
ท่ีสะท้อนถึงความเส่ียงเครดิตได้เช่นกัน ในเชิงเทคนิค วิธีการนี้สามารถทำได้หลายแนวทาง เช่น การ
วิเคราะห์ความสัมพันธ์เชิงสถิติ หรือการใช้โมเดลที่สามารถเรียนรู้ความสัมพันธ์ที่ไ ม่เชิงเส้น เช่น 
Decision Tree, Random Forest, XGBoost ซึ่งจะจับความสัมพันธ์ระหว่างตัวแปรได้โดยอัตโนมัติ  
หรือ ใช้โครงสร้างกราฟ (Graph-based Models) เช่น GCN ท่ีมองลูกค้าเป็นโหนดและความสัมพันธ์
ระหว่างลูกค้าเป็นเส้นเชื่อม โมเดลจะเรียนรู้ว่าลูกค้าที่เชื่อมโยงกับผู้ที่ผิดนัดมีโอกาสสูงที่จะผดินัด
เช่นกัน ซึ่งเป็นการใช้ “ความสัมพันธ์ระหว่างตัวแปร” ในเชิงโครงสร้างเครือข่าย ไม่ใช่แค่เชิงสถิติ 
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2.2  โครงข่ายประสาทเทยีมกราฟคอนโวลูชนั Graph Convolutional Network (GCN) 
 Graph Convolutional Network (GCN) แนวค ิดพ ื ้นฐานของ GCN เก ิดจากข ้อจำกัด 
ของโมเดลแบบดั ้งเด ิมที ่มองข้อมูลเป็นตาราง โดยถือว่าตัวอย่างแต่ละแถวเป็นอิสระต่อกัน  
แต่ในโลกความจริง ข้อมูลจำนวนมากมี “ความสัมพันธ์” ซ่อนอยู่ เช่น ลูกค้าท่ีมีลักษณะใกล้เคียงกัน 
อยู ่ในกลุ ่มเด ียวกัน หรือมีพฤติกรรมคล้ายกัน ซ ึ ่งความสัมพันธ์เหล่านี้ไม่สามารถอธิบายได้  
ด้วยฟีเจอร์ของแต่ละตัวอย่างเพียงอย่างเดียว GCN จึงถูกออกแบบมาเพื่อเรียนรู้ข้อมูลในรูปแบบ
กราฟ ซึ่งประกอบด้วยโหนด (ตัวอย่าง) และเส้นเชื่อม (ความสัมพันธ์ระหว่างตัวอย่าง) [5-6,8]  
ในบริบทของ GCN มีปัญหาสำคัญประการหนึ่งคือ ข้อมูลเชิงตารางส่วนใหญ่มักไม่ได้มีกราฟหรือ
ความสัมพันธ์กำหนดมาให้โดยตรง ดังนั้นจึงจำเป็นต้องมีวิธี “สร้างกราฟ” ขึ้นจ ากข้อมูลก่อน  
ซึ่งแนวคิดของ k-Nearest Neighbors (KNN) จึงถูกนำมาใช้ในข้ันตอนนี้ โดยพิจารณาความใกล้เคียง
ของแต่ละฟีเจอร์ที่มีลักษณะคล้ายกันมากที่สุดจำนวน k ตัวเป็นเพื่อนบ้าน ความคล้ายคลึงนี้  
มักวัดจากระยะทางเชิงต ัวเลข เช่น Euclidean Distance หลังจากที ่ฟีเจอร ์ถูกปรับสเกลให้ 
อยู่ในมาตรฐานเดียวกัน ซึ่งตัวอย่างแต่ละตัวจะถูกมองเป็นโหนด และเส้นเช่ือมจะถูกสร้างข้ึนระหว่าง
โ หน ด ก ั บ เ พ ื ่ อ น บ ้ า น ท ี ่ ใ ก ล ้ ท ี ่ ส ุ ด ข อ ง ม ั น  [7] แ น วค ิ ด น ี ้ ส ะท ้ อ น ส ม ม ต ิ ฐ า น ว่ า  
ตัวอย่างที่มีคุณลักษณะใกล้เคียงกันมีแนวโน้มที่จะมีพฤติกรรมหรือสถานะคล้ายกันด้วย เมื่อกราฟ
ลักษณะนี้ถูกป้อนเข้า GCN กระบวนการ Neighborhood Aggregation จะไม่ใช่เพียงการรวมข้อมูล
จากเพื่อนบ้านแบบสุ่ม แต่เป็นการรวมข้อมูลจากตัวอย่างที่ “คล้ายกันจริงในเชิงข้อมูล” ส่งผลให้ 
Embedding ที ่ได ้สามารถสะท้อนทั ้งค ุณสมบัติของตัวอย่างเองและบริบทของกลุ ่มต ัวอย่าง 
ท่ีมีลักษณะใกล้เคียงกัน กล่าวอีกนัยหนึ่ง kNN ทำหน้าท่ีเป็นสะพานเช่ือมระหว่างข้อมูลเชิงตารางกับ
โลกของกราฟ โดยแปลงความใกล้เคียงเชิงตัวเลขให้กลายเป็นโครงสร้างความสัมพันธ์ท่ี GCN สามารถ
เร ียนรู ้และใช้ประโยชน์ได ้อย่างเป็นระบบเชิงต ัวเลขให้กลายเป็นโครงส ร้างความสัมพันธ์ 
ท่ี GCN สามารถเรียนรู้และใช้ประโยชน์ได้อย่างเป็นระบบ สถาปัตยกรรมของแบบจำลอง GCN แสดง
ดังภาพท่ี 2-1   

 
 ภาพที่ 2-1  สถาปัตยกรรมของแบบจำลอง GCN 
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2.3  เอ็กตรีมกราเด้ียนบูทต้ิง Extreme Gradient Boosting (XGBoost) 
 XGBoost มีแนวคิดพื้นฐานที่แตกต่างอย่างชัดเจน XGBoost เป็นโมเดลในตระกูล Gradient 
Boosting ที ่สร ้างแบบจำลองจากการรวมต้นไม้ตัดสินใจจำนวนมากเข้าด้วยกัน โดยหลักการ  
คือ การสร้างต้นไม้ทีละต้น เพื่อแก้ไขข้อผิดพลาดของต้นไม้ก่อนหน้า โมเดลจะเริ่มจากการทำนาย
แบบหยาบ จากนั้นค่อย ๆ เพิ่มต้นไม้ใหม่ที่โฟกัสไปยังตัวอย่างที่ทำนายผิดหรือทำนายได้ไม่ดี  
ในรอบก่อน การอัปเดตนี้อาศัยแนวคิดของการไล่ระดับของฟังก์ชันความสูญเสีย ทำให้โมเดลเรียนรู้ได้
อ ย ่ า ง ม ี ป ระส ิ ท ธ ิ ภ าพแ ละควบค ุ มก า ร  Overfitting ไ ด ้ ด ี  [1] จ ุ ด แ ข ็ ง ขอ ง  XGBoost  
อยู ่ที ่ความสามารถในการจับความสัมพันธ์แบบไม่เชิงเส้น การตั ้งเงื ่อนไขแบบ Threshold  
และการเรียนรู้ปฏิสัมพันธ์ระหว่างฟีเจอร์หลายตัวพร้อมกัน เช่น ฟีเจอร์หนึ่งจะมีความหมายเฉพาะ
เมื่ออีกฟีเจอร์หนึ่งอยู่ในช่วงค่าหนึ่ง ซึ่งเป็นสิ่งที่ต้นไม้ตัดสินใจทำได้ดีมาก นอกจากนี้ XGBoost  
ยังมีโครงสร้างท่ีเหมาะกับข้อมูลเชิงตาราง มีความเสถียร และตีความได้ผ่าน Feature Importance 
สถาปัตยกรรมของแบบจำลอง XGBoost แสดงดังภาพท่ี 2-2   

 
2.4  การผสมผสานระหว่างโครงข่ายประสาทเทยีมกราฟคอนโวลูชนัและเอ็กตรีมกราเด้ียนบูทต้ิง 
      (GCN + XGBoost) 
 เกิดจากการรวมข้อดีของสองอัลกอลิทึมเข้าด้วยกัน โดยให้ Graph Convolutional Network 
(GCN) ทำหน ้ าท ี ่ เ ร ี ยนร ู ้ โค รงสร ้า งความส ั มพ ั นธ ์ ระหว ่ างต ั วอย ่าง  และให ้  XGBoost  
ทำหน้าที ่ เป็นตัวต ัดสินใจสุดท้ายที ่แข็งแรงกับข้อมูลตารางและปฏิสัมพันธ์แบบไม่เชิงเส้น  
(Non-linear Interactions) แนวคิดสำคัญของ hybrid คือ การใช้ GCN เป็น “ตัวสร้างฟีเจอร์เชิง
กราฟ” หรือ Representation ใหม่ ๆ ท่ีสะท้อนบริบทของแต่ละตัวอย่างในเครือข่าย แล้วค่อยป้อน 
Representation นั้นให้ XGBoost ซึ่งเป็นโมเดลที่มักให้ความแม่นยำสูงกับ tabular data อยู่แล้ว 

ภาพที่ 2-2  โครงสร้างแบบจำลอง XGBoost 
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สรุปให้เป็นภาษาเชิงแนวค ิดคือ GCN ทำหน้าที ่  “เร ียนรู ้ค ุณลักษณะจากความสัมพ ัน ธ์”  
ส่วน XGBoost ทำหน้าท่ี “จัดประเภท/พยากรณ์ผลลัพธ์” อย่างมีประสิทธิภาพ 
 ขั ้นตอนแรกของวิธีน ี ้ค ือการแปลงตารางให้เป็นกราฟ โดยกำหนดให้แต่ละแถวข้อมูล 
เป็นโหนด (Node) หนึ่งโหนดหรือก็คือ ลูกหนี้หนึ่งราย จากนั้นต้องนิยามเส้นเช่ือม (Edge) ระหว่าง
โหนดเพื ่อสะท้อนความสัมพันธ์ที ่เราต ้องการให้โมเดลรับร ู้  โดยสร้าง Edge แบบ k-Nearest 
Neighbors (kNN) ซึ่งอาศัยความใกล้กันของเวกเตอร์ฟีเจอร์หลังสเกล เช่น StandardScaler เพ่ือ
เชื ่อมลูกหนี ้ที ่ม ีลักษณะคล้ายกันในเชิงต ัวเลขเข้าด ้วยก ัน นอกจากนี ้ย ังสามารถเพิ ่ม Edge  
แบบ Group-based [15] ได้ เช่น เชื่อมลูกหนี้ที ่มี “Status of Residence” เดียวกัน เพื่อให้เกิด
ชุมชนย่อยท่ีสะท้อนกลุ่มประชากรในมิติท่ีเราสนใจ เม่ือทำสองส่วนนี้รวมกัน เราได้กราฟท่ีโหนดแต่ละ
ตัวไม่ได้มีแค่ฟีเจอร์ของตัวเอง แต่ยัง “มีเพ่ือนบ้าน” ท่ีบอกบริบทว่าโหนดนี้อยู่ใกล้ใคร/อยู่กลุ่มไหน  
 องค์ประกอบหลักที ่ทำให้โมเดลนี ้ เป็น Hybrid [5,8-9] จริง ๆ คือการนำผลลัพธ์ที ่ได้  
จาก GCN ซึ่งก็คือ Embedding มารวมเข้ากับข้อมูลดั้งเดิม ก่อนจะส่งผลท้ังหมดให้ XGBoost เพ่ือ
ทำนาย แนวคิดนี้เกิดจากที่ GCN มีความสามารถโดดเด่นในการเรียนรู้ “บริบทจากความสัมพันธ์” 
ระหว่างตัวอย่าง เช่น ลูกหนี ้ที ่มีลักษณะคล้ายกันหรืออยู่ในกลุ่มเดียวกันจะมีอิทธิพลต่อกัน  
ผ่านโครงสร้างกราฟ แต่ในขณะเดียวกัน กระบวนการรวมข้อมูลจากเพ่ือนบ้านของ GCN อาจทำให้
รายละเอียดเชิงตัวเลขบางอย่างของแต่ละตัวอย่าง เช่น ค่ายอดเงินหรือความแตกต่างเล็ก ๆ  
ในฟีเจอร์สำคัญ ถูกเฉลี่ยหรือถูกลดความเด่นลงไป การเก็บฟีเจอร์ดั ้งเดิมไว้คู ่กับ Embedding  
จึงช่วยรักษาข้อมูลท้ังสองมุมมองไว้พร้อมกัน ซึ่ง Embedding จาก GCN ทำหน้าท่ีสรุปภาพรวมเชิง
โครงสร้างและความสัมพันธ์ของตัวอย่าง ส่วนฟีเจอร์ดั ้งเดิมยังคงให้รายละเอียดเชิงเนื้อหา  
ของแต่ละตัวอย่างอย่างครบถ้วน จากนั้น XGBoost ซึ่งมีจุดเด่นในการเรียนรู้ความสัมพันธ์แบบ 
ไม่เชิงเส้นและการตั ้งเง ื ่อนไขแบบ threshold จะนำข้อมูลทั ้งสองส่วนนี ้มาผสมผสานกัน 
เพ่ือสร้างแบบจำลองท่ีแม่นยำ กล่าวอย่างง่ายคือ GCN ทำหน้าท่ีสร้าง “ภาษากลาง” ท่ีสะท้อนบริบท
ของข้อมูล ในขณะท่ี XGBoost ทำหน้าท่ี “ตีความภาษา” นี้ร่วมกับข้อมูลดั้งเดิม เพ่ือทำนายผลลัพธ์
ได้อย่างมีประสิทธิภาพสูงสุด สถาปัตยกรรมของแบบจำลอง Hybrid แสดงดังภาพท่ี 2-3   

 ภาพที่ 2-3  โครงสร้างแบบจำลอง Hybrid 
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2.5  งานวิจัยที่เกี่ยวข้อง 
 ผู้วิจัยทำการศึกษาค้นคว้า บทความวิจัยท่ีมีความเกี่ยวข้องกับการวิเคราะห์ข้อความด้วยเทคนิค
ต่าง ๆ รวมถึงแนวทางขั้นตอนวิธีการในการเปรียบเทียบ เพื่อใช้เป็นแนวทางสำหรับงานวิจัยท่ี
เกี่ยวข้องกับการพยากรณ์การผิดนัดชำระหนี้ของสินเช่ือบุคคลด้วยเทคนิคเหมืองข้อมูล ดังต่อไปนี ้

กมลชนก [1] ได้สร้างแบบจำลองการพยากรณ์ลูกหนี้ที ่ค้างชำระหนี้ของสินเชื่อเพื่อที่อยู่โดย
เปรียบเทียบอัลกอริทึม 5 อัลกอริทึม ได้แก่ 1) อัลกอริทึมซัพพอร์ตเวกเตอร์แมชชีน 2) อัลกอริทึม
เพ่ือนบ้านใกล้ท่ีสุด 3) อัลกอริทึมเอ็กตรีมกราเดี้ยนบูทติ้ง 4) อัลกอริทึมป่าสุ่ม และ  5) อัลกอริทึม 
การเรียนรู้เชิงลึก และเทคนิคการเรียนรู้แบบรวมกลุ่มด้วยวิธีการลงคะแนนเสียงข้างมาก โดยใช้ข้อมูล
พอร์ตสินเชื่อเพื่อที่อยู่อาศัย ตั้งแต่เดือนธันวาคม 2561 ถึง เดือนธันวาคม 2562 จำนวน 28,418 
ระเบียน ประกอบด้วยคุณลักษณะ จำนวน 10 คุณลักษณะ จากนั้นแบ่งข้อมูลเป็น 2 ส่วน คือ ข้อมูล
สำหรับสร้างแบบจำลองจำนวน 19,896 ระเบียน และข้อมูลสำหรับทดสอบแบบจำลองจำนวน 8,522 
ระเบียน โดยนำไปทดลองประสิทธิภาพอัลกอริทึมที่เหมาะสมสำหรับการพยากรณ์ด้วยค่าความ
ถ ูกต ้อง  ค่ าความแม ่นยำ ค ่าระล ึก  และค ่าการถ ่วงด ุล ผลการว ิจ ัยพบว ่า  อ ัลกอร ิ ทึม  
เอ็กตรีมกราเดี้ยนบูทติ้งให้ประสิทธิภาพสูงสุด โดยมีค่าความถูกต้องร้อยละ 86.84 ค่าความแม่นยำ
เท่ากับ 0.87 ค่าระลึกเท่ากับ 0.87 และค่าการถ่วงดุลเท่ากับ 0.87 ตามลำดับ  

เครือวัลย์ และ ศิริสรรพ [2] ได้ศึกษาการทำนายลูกหนี้ที ่มีโอกาสในการผิดนัดชำระกับทาง
ธนาคาร โดยการทดลองก ับชุดข้อม ูลการทำธ ุรกรรมสินเชื ่อบ ัตรเครดิตซ ึ ่งประกอบด ้ วย  
ข้อมูลจำนวนทั้งหมด 307,511 แถว และคอลัมน์ทั้งหมด 122 คอลัมน์ โดยการแบ่งข้อมูลออกเป็น  
2 กลุ่มใหญ่ๆ คือ กลุ่มลูกหนี้ปกติ คือกลุ่มลูกหนี้ที ่ไม่ได้ม ีการผิดนัดชำระกับทางธนาคารและ  
กลุ่มลูกหนี้ท่ีไม่ปกติ คือกลุ่มลูกหนี้ ท่ีมีการผิดนัดชำระกับทางธนาคารเครื่องมือหลักท่ีนักวิจัยใช้ ได้แก่ 
Logistic Regression, XGBoostClassifier, K-nearest Neighbors, Random Forest , Support 
Vector Classifier (SVC), Gradient Boosting เป ็นต ้น โดยผลการศ ึกษาพบว ่า  การพ ัฒนา
แบบจำลอง โดยการใช้เทคนิควิธี XGBoost ให้ค่าความไว (Recall) ท่ีมากท่ีสุด ซึ่งมีค่าเท่ากับ 0.97  
มีค่าความถูกต้อง (Accuracy) เท่ากับ 0.37 และมีค่า F1-Score ที่ใช้ในการวัดความสามารถของ
แบบจำลอง เท่ากับ 0.51 แต่เทคนิควิธี KNN ให้ค่าความไว (Recall) ท่ีน้อยท่ีสุด ซึ่งมีค่าเท่ากับ 0.57 
มีค่าความถูกต้อง(Accuracy) เท่ากับ 0.55 และมีค่า F1-Score เท่ากับ 0.46 

Chang and et al. [3] ได้ศึกษาวิธีการในการพยากรณ์สถานะการผิดนัดชำระหนี้ของลูกค้า
บัตรเครดิต โดยใช้การประยุกต์อัลกอริทึมการเรียนรู้ของเครื่องหลายรูปแบบ ได้แก่ โครงข่ายประสาท
เทียม (Neural Networks) การถดถอยแบบลอจิสติก (Logistic Regression) AdaBoost XGBoost 
และ LightGBM โดยใช้ตัวชี้วัดประสิทธิภาพ เช่น Accuracy, Precision, Recall, F1 Score, ROC 
และ MCC เพื่อเปรียบเทียบประสิทธิภาพของอัลกอริทึมแต่ละแบบผลการศึกษาพบว่า XGBoost  
มีประสิทธิภาพเหนือกว่าโมเดลอื่น ๆ  โดยให้ค่า Accuracy สูงถึง 99.4% ผลลัพธ์จากการศึกษานี้
ช้ีให้เห็นว่า การวิเคราะห์ความเส่ียงด้านเครดิตท่ีมีประสิทธิภาพจะช่วยสนับสนุนการตัดสินใจในการ
ปล่อยสินเช่ือได้อย่างรอบคอบ และการนำอัลกอริทึมการเรียนรู้ของเครื่องและการเรียนรู้เ ชิงลึกมา
ใช้ได้ช่วยเพ่ิมความแม่นยำในการพยากรณ์อย่างมีนัยสำคัญ 
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Gunnarsson et al. [4] การศึกษาความเหมาะสมของอัลกอริทึม Deep Learning สำหรับ
การให้คะแนนเครดิต โดยในการศึกษานี้ได้สร้างสถาปัตยกรรม Deep Learning จำนวนสองรูปแบบ 
ได้แก่ โครงข่ายประสาทเทียมแบบหลายช้ัน (Multilayer Perceptron: MLP) และโครงข่ายความเช่ือ
เชิงลึก (Deep Belief Network: DBN) จากนั้นจึงนำประสิทธิภาพของโมเดลดังกล่าวไปเปรียบเทียบ
กับ Random Forestc และ XGBoost ซึ่งจากงานวิจัยพบว่า XGBoost ให้ประสิทธิภาพดีที ่สุด
สำหรับการให้คะแนนเครดิตสูงสุด เม่ือเทียบกับทุกวิธีท่ีนำมาศึกษา โดยมีค่า AUC อยู่ท่ี 98.7% 

Sukharev and et al. [5] ต ้ อ งก า รพ ัฒนาโม เดล Credit Scoring ท ี ่ แม ่ นยำมาก ข้ึน  
โดยใช้ข้อมูลการโอนเงินระหว่างลูกค้าในระบบธนาคาร เพื่อแสดงให้เห็นว่าความเชื่อมโยงระหวา่ง
ลูกค้าและการโอนเงินสามารถช่วยปรับปรุงคุณภาพของการให้คะแนนเครดิตได้อย่างมีนัยสำคัญ เม่ือ
เปร ียบเท ียบก ับว ิธ ี ท ี ่ ใช ้ เ ฉพาะข ้อม ูลของล ูกค ้า  เพ ียงอย ่าง เด ียว โดยใช ้อ ัลกอร ิ ทึม  
ในการเปรียบเทียบคือ Graph Convolutional Networks (GCN), GraphSAGE, Graph Attention 
Networks (GAT), Edge Enhanced GNN (EGNN), recurrent neural network (RNN) และ Light 
Gradient-Boosting Machine (LightGBM) ซึ่งผลลัพธ์ คือ โมเดล EWS-GCN ซึ่งเป็นการ Combine 
ระหว่าง GCN และ RNN สามารถประมวลผลข้อมูลขนาดใหญ่ได้อย่างมีประสิทธิภาพ และให้ผลลัพธ์
ดีกว่าโมเดล GNN ท่ัวไป โดยผลลัพธ์ค่า ROC อยู่ท่ี 89.26% 

Sun and et al. [6] ได้เสนอแนวทางใหม่ในการพยากรณ์ความเส่ียงด้านเครดิต โดยใช้ Graph 
Convolutional Neural Networks (GCNNs) เพื่อประเมินความน่าเชื่อถือของผู้ขอสินเชื่อ โดยใช้
เทคนิค ข้อมูลขนาดใหญ่ (Big Data) และ ปัญญาประดิษฐ์ (AI) ซึ่งงานวิจัยเริ่มต้นด้วยการแปลงข้อมูล
ของผู้ขอสินเช่ือให้เป็นข้อมูลเชิงกราฟ โดยผู้กู้และความสัมพันธ์ จะถูกแปลงเป็น โหนด (Nodes) และ 
ขอบ (ฎdges) ตามลำดับ จากนั้นใช้ Graph Convolutional Networks (GCN), Support Vector 
Machine (SVM), Decision Tree, backpropagation และ SGCNs ซึ่งเป็นการ hybrid GCNN ซึ่ง
ผลลัพธ์ของการวิจัย คือ โมเดล SGCNs มีประสิทธิภาพสูงสุด โดยค่าความแม่นยำ (Accuracy)  
เฉล่ียอยู่ท่ี 87.52%, ค่า F1-score เฉล่ีย 93.13% และค่า G-mean เฉล่ีย 85.59%  

Shi and et al. [7] ได ้พยายามพัฒนาแบบจำลองในการพยากรณ์ความเสี่ยงด้านเครดิต 
โดย ใช ้  Graph Representation Learning ร ่ วมก ั บ  Graph Transformation โดยกา รว ิจ ัยนี่  
ใช้ข้อมูลภายในของลูกค้าจาก German Credit, Lending Club และ Home Credit เช่น รายได้, 
อายุ, ประวัติการชำระหนี้, จำนวนบัญชี, อัตราส่วนหนี้สิน, ระยะเวลาการมีบัญชี และมาแปลงเป็น
คุณลักษณะของ node ในกราฟ โดยการวิจัยน้ีจะใช้อัลกอริทึม kNN Hybrid GNN เทียบกับ Logistic 
Regression, Random Forest และXGBoost โดยผลลัพทธ์ของงานวัจัย โมเดล kNN–GNN แบบ
ไฮบริด ให้ผลลัพธ์ดีกว่าโมเดล Logistic Regression และ Random Forest โดยมีค่า Accuracy 
88.9% ค่า F1 Score 85.7% และ ค่า AUC 91.3% 
 Wang and et al. [8] ได้ออกแบบโมเดลแบบ Hybrid ที่รวมอัลกอริทึมหลายประเภทเข้า
ด้วยก ันเพื ่อจ ัดการก ับข้อมูลผู ้ ใช้ท ี ่ม ีทั ้งโครงสร้างแบบกราฟและลักษณะเช ิงเวลา โดย  
จะใช้ข้อมูลจากจริงจาก Alipay ซึ่งงานวิจัยน้ีถูกจัดทำเพ่ือนำไปใช้จริงในการคัดกรองความเส่ียงของผู้
กู้ในแอปพลิเคชัน Alipay โดยจะใช้อัลกอริทึม Xgboost, GraphSAGE, LSTM, GAT, GCN-LSTM, 
ST-GCN และ TemGNN (เป็นการ Hybrid Model ST-GCN-LSTM) จากงานวิจัยพบว่า TemGNN 
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เป็นแบบจำลองที ่ม ีประส ิทธิภาพสูงสุด โดยมีค ่า Accuracy 84.3% ค่า F1 Score 85.6%  
และ ค่า AUC 87.9% 

Liu Zhang and Fan. [9] ได ้ทำการศึกษา เทคนิคการพยากรณ์ความเสี ่ยงด ้านเครดิต  
เพื่อวัดความน่าจะเป็นในการผิดนัดของผู ้ขอสินเชื่อด้วยวิธี Machine Learning และ Big Data  
เพื ่อสร้างโมเดลที่ม ีประสิทธิภาพในการพยากรณ์ความเสี่ยงด ้านเครดิต โดยจะใช้อัลกอริทึม 
XGBoost, GNN (forgeNet) และ Hybrid ระหว ่าง  2 อ ัลกอร ิท ึมเพ ื ่อด ูประส ิทธ ิภาพส ูงสุด  
โดยใช้ข้อมูล สินเชื ่อจร ิงจาก Lending Club ในช่วงปี 2550–2559 ได ้ผลลัพธ์เฉลี ่ยที ่ดีที ่สุด 
ในด้านความแม่นยำ (Accuracy), ค่า F1-score และ G-mean ที่ 87.52%, 93.13% และ 85.59% 
ตามลำดับและ ความสามารถในการพยากรณ์ดีขึ ้นจากค่าเฉลี่ยเดิมอยู่ที ่ 6.14, 7.59 และ 6.18  
เม่ือเปรียบเทียบกับโมเดลอื่น ๆ  

Albanesi และ Vamossy .[10] ได ้พัฒนาโมเดลเพื ่อคาดการณ์การผิดนัดของผู ้บร ิโภค 
โดยอิงจากการเรียนรู้เชิงลึก (Deep Learning) โดยใช้ข้อมูลที่อยู่ในช่วงวิกฤตบ้านในช่วงปี 2550 -
2552 โดยใช้การเปรียบเทียบ Logistic Regression, Decision Trees, Gradient Boosting (GBM), 
Deep Neural Network (DNN) แ ล ะ  DNN + GBM โ ด ย ผ ล ล ั พ ธ ์ ข อ ง ก า ร พ ั ฒ น า 
 คือ การ Hybird DNN และ GBM เป็นโมเดลท่ีมีผลลัพธ์ท่ีดีท่ีสุด โดยค่า Accuracy: มากกว่า 86% 
ท ุ ก ช ่ ว ง เวลา  ค ่ า  AUC-Score: มากกว ่ า  92% และ ค ่ า  Gini Coefficient: ประมาณ 86%  
โดยอัลกอริทึมท่ีได้ผลลัพธ์ แย่ท่ีสุด คือ Logistic Regression 

ทิพย์ธิดา [11] ได้จัดทำเหมืองข้อมูลช่วยในการตัดสินใจการให้สินเช่ือของ บริษัท กรุงไทย คาร์
เร้นท์ แอนด์ ลีส จำกัด  )มหาชน  ( เพื่อช่วยลดปริมาณหนี้สูญ โดยรวบรวมข้อมูลประวัต ิล ูกค้า  
ที่ผ่านการพิจารณาให้สินเชื่อ การเตรียมและคัดเลือกข้อมูลให้สมบูรณ์เหมาะสำหรับการทำเหมอืง
ข้อมูล ได้แก่ การโอนย้ายข้อมูล การลดขนาดของข้อมูล และการทำความสะอาดข้อมูล หลังจากนั้น
จึงได้ทำการทดสอบข้อมูล โดยใช้เทคนิคการจำแนกกลุ่มเพื่อหากฎที่ใช้ในการจำแนกลูกค้ากลุ่มดี  
และลูกค้ากลุ่มไม่ดี ซึ่งได้ทดลองจำแนกกลุ่มข้อมูลด้วยเทคนิคการจำแนกกลุ่ม 3 เทคนิค ซึ่งให้ผลลัพธ์
เป็นกฎ ได้แก่ โมเดลการจำแนกกลุ่มแบบ Decision Tree และ โมเดลการจำแนกกลุ่มแบบ Bayes : 
Naïve Bayes ผลล ัพธ ์ท ี ่ ได ้ค ือกฎที ่ ใช ้ ในการจำแนก ล ูกค ้ากล ุ ่มด ี  และล ูกค ้าก ลุ่ มไม ่ ดี   
ซึ่งผลการทดลองพบว่า การจำแนกกลุ่มข้อมูลด้วยเทคนิค Decision Tree ให้ผลลัพธ์ดีท่ีสุด เนื่องจาก
มีความถูกต้องมากที่สุดและสามารถแบ่งกลุ่มได้ตามเงื ่อนไขที่ช ัดเจนมากที่ส ุด เมื่อเทียบกับ  
อีกสองเทคนิค ซึ่งท้ายสุดจึงนำกฎที่ได้จากผลลัพธ์มาเป็นแนวทางและเงื ่อนไข ในการนำมาเป็น
ตัวอย่างที่สำคัญสำหรับการเขียนโปรแกรมเป็นระบบการตัดสินใจอนุมัติสินเชื่อออนไลน์ได้อย่างมี
ประโยชน์ 

ญาณินี และ พุธษดี [12] ได้จัดทำโมเดลทำนายความสามารถในการชำระหนี้เงินกู้ของสมาชิก
สำนักงานส่งเสริมสวัสดิการและสวัสดิการภาพครูและบุคลากรทางการศึกษา จังหวัดอดุรธานี โดยการ
รวบรวมปัจจ ัยที ่ม ีคาดว่าจะมีผลต่อการความสามารถในการชำระเง ินก ู ้จำนวน 8 ปัจจัย  
ซ ึ ่ งจากการว ิ เคราะห ์ความส ัมพ ันธ ์ของป ัจจ ัยโดยใช ้การว ิ เคราะห ์การถดถอยพหุคูณ  
ผลการศึกษาพบว่าปัจจัยท่ีมีความสัมพันธ์กับความสามารถในการชำระเงินกู้ได้แก่จำนวนบุตร เพศ 
อาย ุ  รายได ้ต ่อ เด ือน จำนวนเง ินก ู ้  ภาระหน ี ้  การทำประก ัน เง ินก ู ้  จำนวนเง ินงวด  
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ข้อมูลได้จากการรวบรวมประวัติการกูเ้งนิระหว่างปี พ .ศ. 2547 - 2557 จำนวนท้ังส้ิน 11,732 รายการ  
การสร้างโมเดลเพ่ือทำนายความสามารถในการชำระหนี้เงินกูโ้ดยใช้ต้นไม้การตดัสินใจ เครือข่ายความ
เช่ือเบย์และโครงข่ายประสาทเทียม ผลการศึกษาพบว่า ประสิทธิภาพการทำนายของโมเดลโครงข่าย
ประสาทเท ี ยมพบค ่ าความแม ่นยำส ู งส ุ ดท ี ่  98.77 โม เ ดลเคร ื อข ่ ายความ เช ื ่ อ เบย ์ ท่ี  
ค่าความแม่นยำ 98.76 และโมเดลต้นไม้การตัดสินใจ ที ่ค ่าความแม่นยำ 98.74 ตามลำดับ  
เมื่อเปรียบเทียบประสิทธิภาพการทำนายแล้ว พบว่า โมเดลโครงข่ายประสาทเทียมมีประสิทธภิาพ
การทำนายสูงท่ีสุด 

ขว ัญนภา [13] ได ้ศ ึกษาการนำเทคน ิคเหม ืองข้อม ูลมาใช ้ เพื ่อระบุป ัจจ ัยสำคัญใน 
การพิจารณาสินเชื่อ โดยพิจารณาจากข้อมูลผู้ที ่ยื ่นสินเชื่อโครงการธนาคารประชาชนจำนวน  
14 ปัจจัย จากข้อมูลผู้ยื ่นสินเชื ่อทั ้งหมด 1,000 ตัวอย่าง โดยมีวัตถุประสงค์เพื่อเปรียบเทียบ
กระบวนการอนุมัติสินเชื่อของธนาคารโดยไม่ใช้วิธีการคัดเลือกคุณลักษณะ และใช้วิธีการคัดเลอืก
คุณลักษณะ ซึ่งประกอบด้วยวิธี Chi-Square และวิธี Information Gain จากนั้นนำข้อมูลท ี่ ได้  
ไปสร้างโมเดลด้วยวิธี Support Vector Machine, Multi-Layer Perceptron และ Decision Tree 
เพื่อใช้สำหรับพิจารณาการได้สินเชื ่อของธนาคาร ในการทดสอบได้เลือกใช้วิธี  K-Fold Cross-
Validation โดยกำหนดให้ K มีค่าเท่ากับ 10 จากการทดลองโดยไม่ใช้วิธีการคัดเลือกคุณลักษณะ 
พบว่าวิธี Support Vector Machine มีความถูกต้องสูงที่สุดท่ี97.12% จากนั้นทดสอบด้วยวิธีการ
คัดเลือกคุณลักษณะพิเศษ พบว่าวิธี Chi-Square คัดเลือกคุณลักษณะพิเศษจำนวนทั้งสิ ้น 10 
คุณลักษณะ และ วิธีInformation Gain คัดเลือกคุณลักษณะพิเศษจำนวนเพียง 3 คุณลักษณะ 
จากนั้นได้นำข้อมูลไปสร้างโมเดลด้วยวิธี Support Vector Machine, Multi-Layer Perceptron 
และ Decision Tree จากการทดลองพบกว่า วิธี Chi-Square ร่วมกับ Multi-Layer Perceptron มี
ความถูกต้อง 90.40% และวิธี Information Gain ร่วมกับ Multi-Layer Perceptron มีความถูกตอ้ง 
91.70% จากการทดลองจึงสรุปได้ว่าการพิจารณาเพื่ออนุมัติสินเชื่อของธนาคารด้วยวิธี  Support 
Vector Machine มีความถูกต้องสูงท่ีสุดและไม่จำเป็นต้องใช้กระบวนการคัดเลือกคุณลักษณะพิเศษ 

ลัลธริดา [14] ได้พัฒนาแบบจำลองในการพยากรณ์ความล้มเหลวและภาวะกดดันทางการเงิน
ของบริษัทในตลาดหลักทรัพย์แห่งประเทศไทยในช่วงปี พ .ศ . 2550 - พ .ศ . 2560 ด้วยแบบจำลองท่ีใช้
ทั้งข้อมูลอัตราส่วนทางการเงิน (Financial ratio Based) และข้อมูลราคาตลาด (Market Based) 
จากการเก็บรวบรวมข้อมูลบริษัทท่ีเผชิญกับภาวะล้มเหลวและกดดันทางการเงินตามเกณฑ์ท่ีกำหนด 
ท้ังส้ิน 80 บริษัทและบริษัทท่ีดำเนินการปกติท้ังส้ิน 160 บริษัท โดยทำการคัดเลือกด้วยการจบัคู่แบบ 
1:2 (REHABCO : NON-REHABCO) ผลการศึกษาสำหรับการพยากรณ์ล่วงหน้า 1 ปีก่อนท่ีบริษัทจะ
ประสบภาวะล้มเหลวทางการเง ินด้วย Binary Logistic Regression พบว่ามี 3 ตัวแปรอิสระ 
ที่สามารถพยากรณ์ภาวะความล้มเหลวและกดดันทางการเงินได้อย่างมีนัยสำคัญที่ระดับ 0.05  
อันได้แก่ อัตราส่วนที่ใช้วัดความสามารถในการทำกำไร NIMTA), อัตราส่วนทางการเงินที่แสดงถึง
สภาพคล่องของกิจ (CASHMTA) และ ขนาดของบริษัท (RSIZE) โดยกำหนด Cutting Point เท่ากับ 
0.6 แบบจำลองสามารถพยากรณ์ความล้มเหลวทางการเงินของบริษ ัทที ่จดทะเบียนในตลาด
หลักทรัพย์แห่งประเทศไทยได้แม่นยำถึง 89.36% ไม่มี Type I Error และมี Type II Error เท่ากับ 
12.5% จากการทดสอบโดยตัวอย่าง Holdout Sample จำนวน 47 บริษัท 
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นพมาศ [15] ได้ศึกษาปัจจัยท่ีทำให้เกิดปัญหาหนี้ค้าง (NPL) ผ่านโครงการพัฒนาระบบสินเช่ือ
ดิจิทัล (Digital Lending) ในกลุ่มลูกค้าของธนาคารเพ่ือการเกษตรและสหกรณ์การเกษตร (ธ.ก.ส.) 
จ ั งหว ัดลพบุร ี และเพ ื ่อประย ุกต์ เหม ืองข้อม ูลในการอนุม ัต ิส ินเช ื ่อในการแก้ ไขป ัญหา  
การจ่ายเงินกู้ โดยเก็บรวบรวมข้อมูลของลูกค้าเงินกู้ท่ีเข้าร่วมโครงการสินเช่ือฉุกเฉินท่ีมีอยู่ในระบบ
สารสนเทศของธนาคารเพื่อการเกษตรและสหกรณ์การเกษตร จังหวัดลพบุรี จำนวน 9 ,002 ราย  
โดยทำการวิเคราะห์ข้อมูลโดยการสร้างแบบจำลองการเร ียนรู ้ผ ่านโปรแกรม Weka เพื ่อหา
ความสำคัญของปัจจัยท่ีส่งผลให้เกิดปัญหาหนี้ค้าง (NPL) ผลการศึกษา จากการทดลองใช้แบบจำลอง
พยากรณ์ จำนวน 3 แบบ ได้แก่ เทคนิคต้นไม้ตัดสินใจ (Decision Tree), เทคนิคเบย์อย่างง่าย (Naïve 
Bayesain classifier) และเทคนิคซัพพอร์ตเวกเตอร์เเมชชีน (Support Vector Machine; SVM) 
พบว่า เทคนิคต้นไม้ต ัดสินใจ (Decision Tree) มีค ่าความถูกต้องในการทำนาย (Correctly 
Classified Instances) มากท่ีสุด 

รังรองรัตน์ [16] ได้ทำการศึกษาค้นหาตัวแปรที่มีผลต่อการวิเคราะห์สินเชื ่อเพื่อใช้ ใน  
การพัฒนาแพลตฟอร์มการกู้ยืมระหว่างบุคคลกับบุคคลผ่านช่องทางออนไลน์จากข้อมูลทางเลือก
แบบทดสอบบุคลิกภาพและแบบประเมินเจตคติต่อเงิน กลุ่มตัวอย่างท่ีใช้ในการวิจัย คือบุคคลท่ัวไปท่ี
มีข้อมูลเครดิตบูโร จำนวน 400 คน โดยทำการคัดเลือกกลุ่มตัวอย่างแบบโควตา ผสมผสานกับการ
คัดเลือกกลุ่มตัวอย่างแบบสะดวก โดยแบ่งออกเป็นผู้ท่ีมีประวัติเครดิตบูโรในระดับความเส่ียงสูงกว่า
หรือเท่ากับระดับความเส่ียง CC จำนวน 250 คน (ร้อยละ 62.5) และ ผู้ท่ีมีประวัติเครดิตบูโรต่ำกว่า
หรือเท่ากับระดับความเสี่ยง DD จำนวน 150 คน (ร้อนละ 37.5) ซึ่งทำการวิเคราะห์ข้อมูลด้วย 
วิธี Logistic regression ซึ่งได้ผลลัพธ์ออกมาว่า ตัวแปรข้อมูลทั่วไปได้แก่ ประเภทที่อยู่อาศัย 
สถานภาพ อาชีพ รายได้ต่อเดือน บุคลิกภาพแบบไม่มั่นคงทางอารมณ์และบุคลิกภาพแบบเปิดรับ
ประสบการณ์ใหม่ โดยประเภทที่อยู่อาศัยประเภททาวน์เฮ้าและคอนโดจะส่งผลให้คะแนนการ
พิจารณาให้สินเช่ือลดลง 1.427 และ 1.311 เม่ือเทียบกับตัวแปรประเภทท่ีอยู่อาศัยแบบบ้านท่ีเป็น 0 
อย่างมีนัยสำคัญ สถานภาพแต่งงานแล้วมีผลให้คะแนนการพิจารณาสินเช่ือเพ่ิมข้ึน 0.663 เม่ือเทียบ
กับตัวแปร reference สถานภาพโสดท่ีเป็น 0 อย่างมีนัยสำคัญ อาชีพธุรกิจส่วนตัวส่งผลให้คะแนน
การพิจารณาสินเช่ือลดลง 1.822 เม่ือเทียบกับตัวแปร Reference อาชีพข้าราชการท่ีเป็น 0 อย่างมี
นัยสำคัญ และรายได้ต่อเดือนสูงมีผลดีต่อการพิจารณาให้สินเช่ือตามค่าเบต้าท่ีเป็นบวกในสมการ 

Zhang and et al. [17] ได้ทำการพัฒนาโมเดลการให้คะแนนเครดิตสำหรับผู้ใช้ในระบบ
การเงินออนไลน์ โดยใช้ข้อมูลจากบริษัทการเงินออนไลน์จำนวน 24,660 ตัวอย่าง โดยมีผู้ใช้ท่ีมีความ
เส่ียงท่ีจะมีโอกาสผิดนัดชำระอยู่ท่ี 26.4% ซึ่งข้อมูลจะประกอบด้วย ข้อมูลพ้ืนฐานส่วนบุคคล ประวัติ
การกู้ยืม ข้อมูลบัตรเครดิต ประวัติการค้างชำระและหนี้คงค้าง โดยทำการเปรียบเทียบอัลกอริทึม 
Logistic Regression, Random Forest, CatBoost และ Weighted Voting Ensemble โดยผลลัพธ์
ของการวิจัยวัดประสิทธิภาพจากค่า ROC โดย ผลลัพธ์เป็น 81%, 85%,87% แล 89% ตามลำดับ ซึ่ง
ผลลัพธ์แสดงให้เห็นว่า Weighted voting ensemble ให้ผลลัพธ์ดีท่ีสุด โดยสามารถจำแนกผู้กู้ ท่ีมี
ความเส่ียงได้แม่นยำกว่าการใช้โมเดลเดี่ยว และยังช่วยลดความลำเอียงจากข้อมูลท่ีไม่สมดุลได้อย่างมี
ประสิทธิภาพ 
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Bae and Kim [18] ได้นำเสนอโมเดลการพยากรณ์คะแนนเครดิตส่วนบุคคลโดยใช้เทคนิคการ
ทำเหมืองข้อมูล (Data Mining) ภายใต้สภาพแวดล้อมการคำนวณแบบอัจฉร ิยะและแพร่หลาย 
(Smart Ubiquitous Computing Environment) โดยการวิจัยนี้จะใช้เทคนิค Ubiquitous Data 
Mining (UDM) ซึ่งรวมอัลกอริทึมหลายๆ ตัวเข้าด้วยกัน ซึ่งการวิจัยน้ีจะใช้ข้อมูลเครดิต เช่น ประวัติ
การชำระหนี้, รายได้, อายุ, ประวัติการกู้ยืม เป็นต้น และข้อมูลสินเช่ือส่วนบุคคล เช่น จำนวนเงินกู้ , 
ระยะเวลาการกู้ ประเภทสินเชื ่อ อัตราดอกเบี้ย สถานะการชำระหนี ้ จาก Financial Holding 
Company ในการเปรียบเทียบอัลกอริทึมจะใช้ Bayesian Frequency Matrix, Decision Tree, 
Neural Network rule extraction, Logistic Regression, Multilayer Perceptron และ วิธี UDM 
ของทุกอัลกอริทึมเข้าด้วยกัน โดยผลลัพธ์ของการวิจัย คือ การใช้วิธี UDM ของทุกอัลกอริทึมเข้า
ด้วยกัน ซึ่งมีค่า Accuracy 87.9% ค่า Precision 85.6% และ ค่า Recall 83.8% เป็นอัลกอริทึมท่ีมี
ผลลัพธ์ที่ดีที ่สุด และผลลัพธ์ที่แย่ที ่ส ุด คือ Logistic Regression ซึ่งมีค่า Accuracy 78.6% ค่า 
Precision 76.2% และ ค่า Recall 74.9% 

Ampountolas and et al. [19] ได้พัฒนาโมเดลการให้คะแนนเครดิตสำหรับผู้กู ้รายย่อย 
(micro-credit) โดยใช้เทคนิค Machine Learning เพื ่อแก ้ปัญหาการขาดข้อมูลเครดิตในกลุ่ม 
ผู ้ไม่ม ีประวัติทางการเงิน โดยข้อมูลนำมาใช้พัฒนาจะเป็นข้อมูลลูกค้ารายย่อยที ่หาได้ทั่วไป 
ประกอบด้วยข้อมูลพ้ืนฐานท่ีหาได้ง่าย เช่น:อายุ อาชีพ ท่ีอยู่ และ ข้อมูลประชากรอื่น ๆ ซึ่งข้อมูลท่ีใช้
จะไม่ใช้ข้อมูลจากเครดิตบูโรหรือประวัติสินเชื่อ ซึ่งชุดข้อมูลจะเหมาะสำหรับกลุ่มผู้กู้ที ่ไม่มีข้อมูล
เครดิตในระบบ ซึ่งตรงกับวัตถุประสงค์ในการวิจัย ซึ่งงานวิจัยนี้จะใช้อ ัลกอริทึม AdaBoost, 
XGBoost, Random Forest, Multilayer Perceptron แ ล ะ  Weighted voting ensemble  
ซึ่งผลลัพธ์ของการวิจัย พบว่า แบบจำลองที่ Weighted Voting Ensemble (การ Ensemble ของ  
3 แบบจำลอง คือ Random Forest, XGBoost, AdaBoost) เป็นแบบจำลองท่ีมีประสิทธิภาพสูงสุด 
โดยมีค่า มีค่า Accuracy 80.0% 
 Minakawa and et al. [20] มุ่งพัฒนาโมเดลการพยากรณ์การล้มละลายของบริษัท (Firm 
Default) โดยใช้ Graph Neural Network (GNN) บนเครือข่ายระหว่างบริษัทขนาดใหญ่โดยจะใช้
ข้อมูลจาก Tokyo Shoko Research Ltd. (TSR) เป็นฐานข้อมูลขนาดใหญ่ที่ครอบคลุมบริษัทใน
ญ่ีปุ่นมากกว่า 1 ล้านแห่ง โดยลักษณะของข้อมูลจะประกอบด้วย ยอดขาย จำนวนพนักงาน สินทรัพย์ 
อัตรากำไรและค่า Return of Equity เป็นต้น งานวิจัยนี้จะใช้อัลกอริทึม Logistic Regression, 
Random Forest, Xgboost, GraphSAGE แ บบ  Uniform Sampling แ ละ  GraphSAGE แ บบ 
Gravity Sampling ซ ึ ่งผลลัพธ์ของงานวิจัย ค ือ GraphSAGE แบบ Gravity Sampling โดยมีค่า 
Accuracy 81.2% ค่า F1 Score 79.5% 

ชลลดา สุรศักดิ์ และ นิเวศ [21] ได้นำเสนอแบบจำลองการให้คะแนนสินเชื่อ และทดสอบ
ประสิทธิภาพของแบบจำลองการให้คะแนนสินเชื่อโดยใช้เทคนิคเหมืองข้อมูล โดยทดสอบกับ  
ชุดข้อมูล 2 กลุ่ม คือ คะแนนสินเช่ือประเทศออสเตรเลียและประเทศเยอรมัน สร้างแบบจำลองการให้
คะแนนสินเชื่อด้วยอัลกอริทึม 5 วิธี ได้แก่ ต้นไม้การตัดสินใจ การจำแนกกลุ่มนาอีฟเบย์โครงข่าย
ประสาท การถดถอยแบบโลจิสติกและซับพอร์ตเวคเตอร์แมชชีนทำการทดสอบประสิทธิภาพของ
แบบจำลองจากค่าความแม่นยำ ผลการทดสอบพบว่าแบบจำลองท่ีดีท่ีสุดคือโครงข่ายประสาทเทียม
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ทั้ง 2 กลุ่มข้อมูล โดยแบบจำลองมีประสิทธิภาพสูงสุดได้ประสิทธิภาพ 90.14% กับชุดข้อมูลจาก
ประเทศออสเตรเลีย และ 90.08% กับชุดข้อมูลจากประเทศเยอรมันตามลำดับ 

ปารดา [22] ได้ศึกษาปัจจัยที่ไม่ก่อให้เกิดรายได้ NPLsและการประยุกต์เหมืองข้อมูลในการ
พยากรณ์สถานะ NPLs ของลูกค้าสินเช่ือกรณีศึกษา ธนาคารออมสิน สาขามหาวิทยาลัยเชียงใหม่ ใช้
กระบวนการวิเคราะห์ข้อมูลมาตรฐาน เร ียกว่า CrossIndustry Standard Process (CRIS-P) 
ประกอบด้วย 6ข้ัน ตอน ได้แก่ เข้าใจปัญหาของธุรกิจ เข้าใจข้อมูล เตรียมข้อมูลพัฒนาแบบจำลอง 
การประเมิน และการนำไปใช้จริง ข้อมูลท่ีใช้รวบรวมข้อมูลจากลูกค้าท่ีได้รับสินเช่ือ Covid-19 ของ
ธนาคารออมสิน สาขามหาวิทยาลัยเชียงใหม่ ตั้งแต่เดือน กรกฎาคม 2564 ถึง ธันวาคม 2564 จำนวน 
7 ,215ราย การเตร ียมและคัดเลือกข้อมูลให้สมบูรณ์เหมาะสำหรับการทำเหมืองข้อมูลด ้วย
กระบวนการ Extract Transform Load (ETL) จากนั้นทำการโอนย้ายข้อมูลการลดขนาดของข้อมูล 
และการทำความสะอาดข้อมูล ใช้โปรแกรม WEKA เป็นเครื่องมือ วิเคราะห์หาความสัมพันธ์และใช้
อัลกอริทึมการพยากรณ์สถานะ NPLs ของลูกค้าสินเช่ือ3แบบ ได้แก่ Decision Tree, Naïve Bayes
และ Random Forest การทดสอบประสิทธิภาพอัลกอริทึมด้วยการหารากของค่าความคลาดเคล่ือน
กำลังสองเฉลี่ย (Root Mean Square Error : RMSE) เพื่อหาอัลกอริทึมที่ดีที ่สุด และวัดผล ผล
การศึกษา พบว่า ปัจจัยที่มีผลต่อการเกิดหนี้ที ่ไม่ก่อให้เกิดรายได้ได้แก่อาชีพ สถานะภาพ ระดับ
การศึกษา รายได้ เพศ และ ผลการพยากรณ์สถานะ NPLs ของลูกค้าสินเชื ่อ จากอัลกอริทึม 
Decision Tree (J48) มีค่าถูกต้องสูงสุด คิดเป็นร้อยละ 96.15% เม่ือเทียบกับอัลกอริทึม Regression 
และ Random Forest ถูกต้องร้อยละ 94.52 % และ96.10 % ตามลำดับ 
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ตารางที่ 2-1  งานวิจัยท่ีเกี่ยวข้อง 
งานวิจัย ปี เทคนิค / แบบจำลอง ผลการวิจัย 
การสร้างแบบจำลอง
การพยากรณ์ลูกหนี้ที ่
ค้างชำระหนี้ของสินเช่ือ
เพ่ือท่ีอยู่ [1] 
 

2565 - SVM 
 - kNN  
- XGBoost 
- Random Forest  
- DNN 

ผลการวิจัยพบว่า XGBoost 
ให้ประสิทธิภาพสูงสุด โดยมี
ค่าความถูกต้องร้อยละ 86.84 
ค่าแม่นยำเท่ากับ 0.87 ค่า
ระลึกเท่ากับ 0.87 และค่า
การถ่วงดุลเท่ากับ 0.87  

การวิเคราะห์ความเส่ียง
ในการผิดนัดชำระของ
ลูกหนี้บัตรเครดิต 
[2] 

2566 - SVM 
- kNN 
- Naive Bayes 
- LR 
- Artificial neural network 
- XGBoost 
- GBM 

ผลการศึกษาพบว่า การ
พัฒนาแบบจำลอง โดยการใช้
เทคนิควิธี XGBoost ให้ค่า
ความไว (Recall) ท่ีมากท่ีสุด 
ซึ่งมีค่าเท่ากับ 0.97 มีค่า 
Accuracy เท่ากับ 0.37 และ
มีค่า F1-Score เท่ากับ 0.51  
 
 

Credit Risk 
Prediction Using 
Machine Learning 
and Deep Learning: 
A Study on Credit 
Card Customers [3] 

2025 - Logistic Regression 
- Neural Networks 
- AdaBoost  
- XGBoost 
- LightGBM 

การศึกษาพบว่า XGBoost มี
ประสิทธิภาพเหนือกว่าโมเดล
อื่น ๆ โดยให้ค่า Accuracy 
สูงถึง 99.4% 
 
 
  

Deep Learning for 
Credit Scoring do or 
don't. [4] 

2021 - XGBoost 
- Multilayer Perceptron 
- Deep Belief Network 
- LR 
- Random Forest  
- SVM  

งานวิจัยพบว่า XGBoost ให้
ประสิทธิภาพดีท่ีสุดสำหรับ
การให้คะแนนเครดิตสูงสุด 
เม่ือเทียบกับทุกวิธีท่ีนำมา
ศึกษา โดยมีค่า AUC อยู่ท่ี 
98.7% 
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ตารางที่ 2-1  (ต่อ) 
งานวิจัย ปี เทคนิค / แบบจำลอง ผลการวิจัย 
EWS-GCN: Edge 
Weight-Shared 
Graph Convolutional 
Network for 
Transactional 
Banking Data [5] 

2020 - GCN  
- GraphSAGE 
- GAT  
- EGNN  
- RNN  
- LightGBM 

ผลการวิจัยพบว่า คือ โมเดล 
EWS-GCN ซึ่งเป็นการ 
Hybrid ระหว่าง GCN และ 
RNN สามารถประมวลผล
ข้อมูลขนาดใหญ่ได้อย่างมี
ประสิทธิภาพท่ีสุดโดยผลลัพธ์
ค่า ROC อยู่ท่ี 89.26% 
 

Applying Hybrid 
Graph Neural 
Networks to 
Strengthen Credit 
Risk Analysis [6] 

2024 - GCN 
- SVM 
- Decision Tree 
- backpropagation 
- SGCNs 

ผลลัพธ์ของการวิจัย คือ 
โมเดล SGCNs มี
ประสิทธิภาพสุงสุด โดยค่า
ความแม่นยำ (Accuracy) 
เฉล่ียอยู่ท่ี 87.52%, ค่า F1-
score เฉล่ีย 93.13% และค่า 
G-mean: เฉล่ีย 85.59% 
 

Improved Credit 
Risk Prediction 
Based on an 
Integrated Graph 
Representation 
Learning Approach 
with Graph 
Transformation [7] 

2024 - kNN 
- GNN 
- LR 
- Random Forest 
- XGBoost 

โมเดล kNN–GNN แบบ
ไฮบริด ให้ผลลัพธ์ดีกว่าโมเดล 
Logistic Regression และ 
Random Forest โดยมีค่า 
Accuracy 88.9% ค่า F1 
Score 85.7% และ ค่า AUC 
91.3% 
 
 

Temporal-Aware 
Graph Neural 
Network for Credit 
Risk Prediction [8] 
 

2021 - Xgboost 
- GraphSAGE 
- LSTM 
- ST-GCN 
- GCN-LSTM 
- GAT 

งานวิจัยพบว่า TemGNN 
เป็นแบบจำลองท่ีมี
ประสิทธิภาพสูงสุด โดยมีค่า 
Accuracy 84.3% ค่า F1 
Score 85.6% และ ค่า AUC 
87.9% 
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ตารางที่ 2-1  (ต่อ) 
งานวิจัย ปี เทคนิค / แบบจำลอง ผลการวิจัย 
A Two-Stage Hybrid 
Credit Risk 
Prediction Model 
Based On Xgboost 
And Graph-Based 
Deep Neural 
Network [9] 
 

2022 - XGBoost 
- DNN 
- GNN 

ผลลัพธ์เฉลี่ยที่ดีที ่สุดในด้าน
ความแม่นยำ (Accuracy),  
ค่า F1-score และ G-mean 
ท่ี 87.52%, 93.13% และ 
85.59% ตามลำดับและ 
ความสามารถในการพยากรณ์
ดีข้ึนจากค่าเฉล่ียเดิมอยู่ท่ี 
6.14, 7.59 และ 6.18  

Predicting 
Consumer Default: 
A Deep Learning 
Approach  
[10] 

2019 - DNN   
- XGBoost  
- LR 
- Decision Trees 
- GBM 

การ Hybird DNN และ GBM 
เป็นโมเดลท่ีมีผลลัพธ์ท่ีดีท่ีสุด 
โดยค่า Accuracy มากกว่า 
86% ทุกช่วงเวลา ค่า AUC-
Score มากกว่า 92% และ 
ค่า Gini Coefficient 86%  

การทำเหมืองข้อมูลช่วย
ในการตัดสินใจการให้
สินเช่ือของ บริษัท 
กรุงไทยคาร์เร้นท์ 
แอนด์ ลีส จำกัด 
(มหาชน) [11] 

2014 - Decision Tree,  
- Naive Bayes 
- Decision Rule, 

ผลการวิจัยพบว่า Decision 
Tree ให้ผลลัพธ์ดีท่ีสุด 
เนื่องจากมีความถูกต้องมาก
ท่ีสุด และสามารถแบ่งกลุ่มได้
ตามเงื่อนไขท่ีชัดเจนมากท่ีสุด 
เม่ือเทียบกับอีกสองเทคนิค 
  

โมเดลทำนาย
ความสามารถในการ
ชำระหนี้เงินกู้ของ
สมาชิกสำนักงาน
ส่งเสริมสวัสดิการและ
สวัสดิการภาพครูและ
บุคลากรทางการศึกษา 
จังหวัดอุดรธานี [12] 
 

2018 - Artificial neural network 
- Decision Tree,  
- Naive Bayes 

ผลการวิจัยพบว่า โมเดล
โครงข่ายประสาทเทียมมี
ประสิทธิภาพการทำนายสูง
ท่ีสุด มีความแม่นยำสูงสุดท่ี 
98.77   
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ตารางที่ 2-1  (ต่อ) 
งานวิจัย ปี เทคนิค / แบบจำลอง ผลการวิจัย 
การใช้เหมืองข้อมูล
สำหรับพิจารณาการให้
สินเช่ือสำหรับธนาคาร 
[13] 

2021 - SVM 
- MLP 
- Decision Tree 

ผลการวิจัยพบว่า การ
พิจารณาเพ่ืออนุมัติสินเช่ือ
ของธนาคารด้วยวิธี SVM มี
ความถูกต้องสูงท่ีสุดและไม่
จำเป็นต้องใช้กระบวนการ
คัดเลือกคุณลักษณะพิเศษ 

การพยากรณ์ความ
ล้มเหลวและภาวะ
กดดันทางการเงินของ
บริษัทในตลาด
หลักทรัพย์แห่งประเทศ
ไทยโดยแบบจำลอง 
CAMPBELL [14] 
 

2018 - Descriptive Statistics 
- Binary Logistic Regression 
- Multicollinearity 

ผลการวิจัยพบว่า มี 3 ตัวแปร
อิสระท่ีสามารถพยากรณ์
ภาวะความล้มเหลวและกดดัน
ทางการเงินได้อย่างมี
นัยสำคัญท่ีระดับ 0.05ได้
แม่นยำถึง 89.36% ไม่มี 
Type I error และมี Type II 
error เท่ากับ 12.5% 

การประยุกต์เหมือง
ข้อมูลเพ่ือพยากรณ์
ปัจจัยท่ีทำให้เกิดหนี้
ค้าง ภายใต้การ
ให้บริการด้านสินเช่ือ
โครงการสินเช่ือดิจิทัล  
[15] 

2021 - Decision Tree 
- Naive Bayes 
 

ผลการวิจัยพบว่า เทคนิค
ต้นไม้ตัดสินใจ (Decision 
Tree) มีค่าความถูกต้องใน
การทำนายมากท่ีสุด 

แพลตฟอร์มการกู้ยืม
ระหว่างบุคคลกับบุคคล
ผ่านช่องทางออนไลน์
จากข้อมูลทางเลือก
แบบทดสอบบุคลิกภาพ
และแบบประเมินเจต
คติต่อเงิน [16] 
 

2021 - Correlation analysis 
- LR 

ผลการวิจัยพบว่า ตัวแปร
ข้อมูลท่ัวไปได้แก่ ประเภทท่ี
อยู่อาศัย สถานภาพ อาชีพ 
รายได้ต่อเดือน บุคลิกภาพ
แบบไม่ม่ันคงทางอารมณ์และ
บุคลิกภาพแบบเปิดรับ
ประสบการณ์ใหม่ โดย
ประเภทท่ีอยู่อาศัยประเภท
ทาวน์เฮาและคอนโดจะส่งผล
ให้คะแนนการพิจารณาให้
สินเช่ือลดลง 1.427 และ 
1.311 เม่ือเทียบกับตัวแปร 
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ตารางที่ 2-1  (ต่อ) 
งานวิจัย ปี เทคนิค / แบบจำลอง ผลการวิจัย 

ประเภทท่ีอยู่อาศัยแบบบ้านท่ี
เป็น 0 อย่างมีนัยสำคัญ 
สถานภาพแต่งงานแล้วมีผลให้
คะแนนการพิจารณาสินเช่ือ
เพ่ิมข้ึน 0.663 เม่ือเทียบกับ
ตัวแปรสถานภาพโสดท่ีเป็น 0 
อย่างมีนัยสำคัญ อาชีพธุรกิจ
ส่วนตัวส่งผลให้คะแนนการ
พิจารณาสินเช่ือลดลง 1.822 
เม่ือเทียบกับตัวแปรอาชีพ
ข้าราชการท่ีเป็น 0 อย่างมี
นัยสำคัญ และรายได้ต่อเดือน
สูงมีผลดีต่อการพิจารณาให้
สินเช่ือตามค่าเบต้าท่ีเป็นบวก
ในสมการ 

Research On Personal 
Credit Scoring 
Model Based On 
Multisource Data [17] 
 

2021 - Random Forest 
- Catboost  
- LR 
- Weighted voting 
ensemble 

ผลลัพธ์ของการวิจัยวัด
ประสิทธิภาพจากค่า ROC 
โดย ผลลัพธ์เป็น 81%, 
85%,87% และ 89% 
ตามลำดับ ซึ่งผลลัพธ์แสดงให้
เห็นว่า Weighted voting 
ensemble ให้ผลลัพธ์ดีท่ีสุด  

A Personal Credit Rating 
Prediction Model 
Using Data Miningin 
Smart Ubiquitous 
Environments [18]  
 

2015 - Bayesian Frequency 
Matrix,  
- Decision Tree,  
- Neural Network  
- Logistic Regression 
- Multilayer Perceptron 

ผลลัพธ์ของการวิจัย คือ การ
ใช้วิธี UDM ของทุกอัลกอริทึม
เข้าด้วยกัน ซึ่งมีค่า Accuracy 
87.9% ค่า Precision 85.6% 
และ ค่า Recall 83.8% เป็น
อัลกอริทึมท่ีมีผลลัพธ์ท่ีดีท่ีสุด  
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ตารางที่ 2-1  (ต่อ) 
งานวิจัย ปี เทคนิค / แบบจำลอง ผลการวิจัย 
A Machine Learning 
Approach for Micro-
Credit Scoring [19] 
 

2021 - AdaBoost  
- XGBoost  
- Random Forest  
- Multilayer Perceptron  
- Weighted voting 
ensemble 

ผลลัพธ์ของการวิจัย พบว่า 
แบบจำลองท่ี Weighted 
voting ensemble ของ 
Random Forest, XGBoost, 
AdaBoost) เป็นแบบจำลองท่ี
มีประสิทธิภาพสูงสุด โดยมีค่า 
มีค่า Accuracy 80.0% 

Firm Default Prediction 
by GNN with 
Gravity-Model 
Informed Neighbor 
Sampling 
[20] 

2021 - Logistic Regression  
- Random Forest 
- Xgboost 
- GraphSAGE-Uniform 
Sampling 
- GraphSAGE-Gravity 
Sampling 

ผลลัพธ์ของงานวิจัย คือ 
GraphSAGE แบบ Gravity 
Sampling โดยมีค่า 
Accuracy 81.2% ค่า F1 
Score 79.5% 

การพัฒนาแบบจำลอง
การให้คะแนนสินเช่ือ
โดยใช้เทคนิคเหมือง
ข้อมูล [21] 
 

2021 - SVM 
- Decision Tree,  
- Naive Bayes 
- LR 
- Artificial neural 
network 

ผลการวิจัยพบว่า Artificial 
Neural Network ท้ัง 2 กลุ่ม
ข้อมูล โดยแบบจำลองมี
ประสิทธิภาพสูงสุดได้
ประสิทธิภาพ 90.14% กับชุด
ข้อมูลจากประเทศ
ออสเตรเลีย และ 90.08% 
กับชุดข้อมูลจากประเทศ
เยอรมันตามลำดับ 
 

การประยุกต์เหมือง
ข้อมูลในการพยากรณ์
สถานะ NPLs ของ
ลูกค้าสินเช่ือกรณีศึกษา 
ธนาคารออมสิน สาขา
มหาวิทยาลัยเชียงใหม่ 
[22] 

2022 - Decision Tree,  
- Naive Bayes 
- Random Forest 

ผลการวิจัยพบว่า Decision 
Tre (มีค่าถูกต้องสูงสุด คิด
เป็นร้อยละ 96.15% เม่ือ
เทียบกับอัลกอริทึม 
Regression และ Random 
Forest ถูกต้องร้อยละ 94.52  
และ 96.10 ตามลำดับ 
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 จากตารางที่ 2-1 งานวิจัยข้างต้นที่ ผู้วิจัยได้ศึกษามา เห็นได้ว่ามีทฤษฎีและแนวคิดต่าง ๆ   
ที่ผู ้วิจัยสามารถปรับใช้กับการพยากรณ์การค้างชำระของสินเชื่อบุคคลได้ ซึ ่งอัลกอริทึมที่ผู้วิจัย
สนใจ คือ อัลกอริทึมเอ็กซ์ตรีมกราเดียนต์บูสติ้ง (eXtreme Gradient Boosting : XGBoost), 
อัลกอริทึมการเรียนรู้เชิงลึกโครงข่ายประสาทเทียมกราฟคอนโวลูชัน Graph Convolutional 
Network (GCN) และวิธีการ Hybrid GCN และ XGBoost เพื่อหาอัลกอริทึมที่ มีประสิทธิภาพดี
ที่สุดในการนำมาวิเคราะห์ลูกหนี้ค้าชำระของสินเชื่อบุคคล ซึ่งสามารถผลลัพธ์ไปใช้ประโยชน์  
ในการกำหนดแนวทาง นโยบายและวิธีรับมือเกี่ยวกับความเสี่ยงที่ เกิดจากลูกหนี้ค้างชำระ 
ได้อย่างมีประสิทธิภาพมากข้ึน 
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บทท่ี 3 

วิธีดำเนินงานวิจัย 
 
 งานวิจัยนี้มีวัตถุประสงค์เพื่อเปรียบเทียบประสิทธิภาพของอัลกอริทึมสำหรับการพยากรณ์
ลูกหนี้ค้างชำระของสินเช่ือบุคคล โดยมีกรอบแนวคิดแสดงดังภาพท่ี 1  
 3.1  การออกแบบกรอบแนวความคิด (Conceptual Framework Design) 
 3.2  ข้ันตอนการรวบรวมข้อมูลและจัดเตรียมข้อมูล (Data Collection and Preparation) 
 3.3  การพัฒนา และวัดประสิทธิภาพของแบบจำลอง (Model Development & Evaluation) 
 3.4  การนำแบบจำลองไปใช้งาน (Model Deployment) 
 
3.1  การออกแบบกรอบแนวความคิด (Conceptual Framework Design) 

 
 
 

 จากภาพท่ี 3-1 งานวิจัยนี้นำเสนอกรอบแนวคิดการวิเคราะห์พฤติกรรมการผ่อนชำระของ
สินเชื่อบุคคลโดยใช้เทคนิคเหมืองข้อมูล กระบวนการวิจัยแบ่งออกเป็น 3 ส่วนหลัก คือ การเก็บ
รวบรวมข้อมูลและการจัดเตรียมข้อมูล การทำแบบจำลองและทดสอบประสิทธิภาพของแบบจำลอง 
และ การนำแบบจำลองไปใช้งาน ในการเตรียมข้อมูลจะใช้ข้อมูลพอร์ตสินเช่ือบุคคลของธนาคารแห่ง
หนึ่ง โดยเป็นข้อมูล ณ ปี 2565 ถึง 2568 ซึ่งเป็นข้อมูลจะประกอบด้วย อายุ ยอดหนี้คงเหลือ รายได้ 

ภาพที่ 3-1  Conceptual Framework Design 
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วงเงินและประวัติการชำระหนี้ เป็นต้น ซึ่งจะใช้อัลกอริทึม GCN, อัลกอริทึม XGBoost และการ 
Hybrid ท้ัง 2 อัลกอริทึม โดยเปรียบเทียบประสิทธิภาพโดยวิธี Cross Validate โดยวัดจากค่าความ
ถ ูกต ้อง  (Accuracy) ค ่าความแม ่นยำ (Precision) ค ่าระล ึก  (Recall) และ ค ่าการถ ่วงดุล  
(F-Measure) เพื่อคัดเลือกแบบจำลองที่มีประสิทธิภาพดีที่สุดไปประยุกต์ใช้กับข้อมูลต่อไป  โดยมี
ข้ันตอนการดำเนินงาน แสดงดังภาพท่ี 3-2  

 
 
 
 
 

ภาพที่ 3-2  Workflow Design 
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3.2  ขั้นตอนการรวบรวมข้อมูลและจัดเตรียมขอ้มูล (Data Collection and preparation) 
 3.2.1 การรวบรวมข้อมูล (Collect Data) 
 รวบข้อมูลท่ีจะนำมาวิเคราะห์ ข้อมูลท่ีใช้เป็นข้อมูลพฤติกรรมการผ่อนชำระของสินเช่ือบุคคล 
โดยข้อมูลจะประกอบด้วย จุดประสงค์การกู้ วงเงินกู้ ยอดคงเหลือ อายุ อาชีพ รายได้ ค่าใช้จ่าย 
ประเภทของผู้กู ้ ระยะเวลาขอกู้ สถานะสมรส ระดับการศึกษา ประเภทที่อยู่อาศัย อายุงานและ 
กรรมสิทธิ์ในสถานประกอบการ จำนวน 50 ,000 รายการ โดยกำหนดสถานะ Performance 18 
เดือน เพ่ือแบ่งแยกบัญชีท่ีเป็นลูกค้าปกติ (Good) และลูกค้าท่ีผิดนัดชำระ (Bad) 
 3.2.2  การทำความสะอาดข้อมูล (Data Cleansing) 
 หลังจากเตรียมข้อมูลสำหรับการวิเคราะห์พฤติกรรมการผ่อนชำระเพ่ือพยากรณ์การค้างชำระ
หนี้ จะต้องมีการตรวจสอบความถูกต้องของข้อมูลและทำความสะอาดข้อมูล โดยจะตรวจสอบความ
ครบถ้วน ของข้อมูล การเติมข้อมูลสูญหาย (Missing Value) การแปลงข้อมูลให้อยู่ในรูปแบบชว่ง
ข้อมูลและการ Adjust เพ่ือทำให้ข้อมูลสมบูรณ์มากท่ีสุดและอยู่ในรูปแบบท่ีเหมาะสมพร้อมสำหรับ
การใช้งาน  
 ข้อมูลได้รับการทำความสะอาดโดยการลบระเบียนที่มีข้อมูลสูญหายหรือไม่สมบูรณ์ออก 
หลังจากกระบวนการทำความสะอาดเสร็จส้ิน พบว่ามีข้อมูลท่ีสมบูรณ์คงเหลือจำนวนท้ังส้ิน 13,596 
ระเบียน ประกอบด้วยลูกค้าที่ไม่ผิดนัดชำระหนี้จำนวน 10,000 ราย และลูกค้าที่ผิดนัดชำระหนี้
จำนวน 3,596 ราย จากตัวแปรท้ังหมด  
 3.2.3  การแปลงข้อมูล (Data Transformation) 
 หลังจากทำความสะอาดข้อมูลเรียบร้อยแล้ว ข้อมูลจะถูกแปลงให้อยู่ในรูปแบบเชิงตัวเลขเพ่ือ
รองร ับการพัฒนาโมเดล โดยต ัวแปรเช ิ งหมวดหม ู ่  ( Categorical Variables) เพ ื ่อ ให ้ ใช ้ได้ 
อย่างเหมาะสมและมีประสิทธิภาพ โดยการแปลงข้อมูล จะแปลงดังตารางท่ี 3-1 ถึง ตารางท่ี 3-11 
 

ตารางที่ 3-1  การแปลงข้อมูลวงเงินกู้ 

วงเงินกู้ Value (บาท) 

1 1,000-10,000 
2 มากกว่า 10,000-15,000 
3  มากกว่า 15,000-20,000 
4  มากกว่า 20,000-25,000 
5 มากกว่า 25,000-50,000 
6 มากกว่า 50,000-100,000 
7 มากกว่า 100,000 
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ตารางที่ 3-2  การแปลงข้อมูลยอดคงเหลือ 

ยอดคงเหลือ Value (บาท) 

1 ไม่มียอดคงเหลือ 
2 น้อยกว่าหรือเท่ากับ 5,000 
3 มากกว่า 5,000-10,000 
4 มากกว่า 10,000-30,000 
5 มากกว่า 30,000-50,000 
6 มากกว่า 50,000-100,000 
7 มากกว่า 100,000 

 

ตารางที่ 3-3  การแปลงข้อมูลรายได้ 

รายได้ Value (บาท) 

1 น้อยกว่าหรือเท่ากับ 10,000 
2 มากกว่า 10,000-20,000 
3 มากกว่า 20,000-30,000 
4 มากกว่า 30,000-50,000 
5 มากกว่า 50,000-100,000 
6 มากกว่า 100,000 

 

ตารางที่ 3-4  การแปลงข้อมูลระดับการศึกษา 

ระดับการศึกษา Value 

0 ไม่มีการศึกษา 
1 ประถมต้น 
2 ประถมปลาย 
3 มัธยมต้น 
4 มัธยมปลาย/ปวช. 
5 ปวส./อนุปริญญา 
6 ปริญญาตรี 
7 ปริญญาโท 
8 ปริญญาเอก 
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ตารางที่ 3-5  การแปลงข้อมูลอายุ 

อายุ Value (ปี) 

1 น้อยกว่า 25 ปี 
2 26-35 ปี 
3 36-40 ปี 
4 41-45 ปี 
5 46-50 ปี 
6 51-55 ปี 
7 มากกว่า 55 ปี 

 
ตารางที่ 3-6  การแปลงข้อมูลสถานะสมรส 

สถานะสมรส Value 

1 สมรสจดทะเบียน 
2 โสด 
3 หย่า 
4 สมรสไม่มีทะเบียน 
5 หม้าย 

 
ตารางที่ 3-7  การแปลงข้อมูลระยะเวลาขอกู้ 

ระยะเวลาขอกู้ Value 

1 น้อยกว่า 2 ปี 
2 2-3 ปี 
3 มากกว่า 3-4 ปี 
4 มากกว่า 4-5 ปี 
5 มากกว่า 5-8 ปี 
6 8 ปีข้ึนไป 
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ตารางที่ 3-8  การแปลงข้อมูลจุดประสงค์การกู้ 

จุดประสงค์การกู้ Value 

1 เพ่ือใช้ส่วนตัว 
2 เงินทุนหมุนเวียนธุรกิจระหว่างประเทศ 
3 refinance 
4 ซื้อท่ีดิน/ส่ิงปลูกสร้างในการทำธุรกิจ 
5 ซื้ออุปกรณ์ในการทำธุรกิจ 
6 ลงทุนในอื่นๆในการทำธุรกิจ 
7 ลงทุนในหลักทรัพย์ 
8 ลงทุนในอื่นๆ 
9 เพ่ืออื่นๆ 
10 ทุนหมุนเวียน 

 
ตารางที่ 3-9  การแปลงข้อมูลอาชีพ   

อาชีพ   Value 

0 ว่างงาน 
5 ผู้ประกอบธุรกิจ 
6 ประกอบอาชีพอิสระ 
7 ผู้รับจ้าง 
8 เกษตรกร 

 
ตารางที่ 3-10  การแปลงข้อมูลรายจ่าย   

รายได้ Value (บาท) 

1 น้อยกว่าหรือเท่ากับ 10,000 
2 มากกว่า 10,000-20,000 
3 มากกว่า 20,000-30,000 
4 มากกว่า 30,000-50,000 
5 มากกว่า 50,000-70,000 
6 มากกว่า 70,000 
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ตารางที่ 3-11  การแปลงข้อมูลอายุงาน 

อายุงาน Value 

1 1ปี 
2 2-3ปี 
3 <3-5ปี 
4 <5-8 ปี 
5 <8-10ปี 
6 <10-15ปี 
7 <15-20ปี 
8 <20ปี  

 

ตารางที่ 3-12  การแปลงข้อมูลกรรมสิทธ์ิในสถานประกอบการ   

กรรมสิทธ์ิในสถานประกอบการ   Value 

1 ไม่มีกรรมสิทธ์ิ 
2 เป็นเจ้าของ 
3 เช่า 
4 เป็นลูกจ้างช่ัวคราว 

 

ตารางที่ 3-13  การแปลงข้อมูลประเภทท่ีอยู่อาศัย   

ประเภทที่อยู่อาศัย   Value 

1 ไม่มีกรรมสิทธ์ิ 
2 เป็นเจ้าของ 
3 เช่า 
4 เป็นลูกจ้างช่ัวคราว 

 

ตารางที่ 3-14  การแปลงข้อมูลประเภทผู้กู้   

ประเภทผู้กู้   Value 

1 ผู้กู้คนเดียว 
2 มีผู้กู้ร่วม 
3 มีผู้กู้ร่วมมากว่า 1 คนข้ึนไป 
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 3.2.4  การปรับสมดุลข้อมูล (Data Balancing) 
 หลังการทำความสะอาดและแปลงรูปแบบข้อมูลแล้ว ชุดข้อมูลยังคงมีปัญหาความไม่สมดุลของ
คลาส (Class Imbalance) อย่างชัดเจน โดยกลุ่มลูกค้าที่ไม่ผิดนัดชำระหนี้มีสัดส่วนมากกว่ากลุ่ม
ลูกค้าที่ผ ิดนัดชำระหนี้ เพื ่อแก้ไขปัญหาดังกล่าว จ ึงได ้นำเทคนิค Synthetic Minority Over-
sampling Technique (SMOTE) มาใช้ในการปรับสมดุลของข้อมูล SMOTE เป็นวิธีการสร้างข้อมูล
สังเคราะห์ (Synthetic Samples) โดยอาศัยการประมาณค่าระหว่างข้อมูลตัวอย่างเดิมของกลุ่ม
คลาสส่วนน้อย ทำให้ได้การกระจายตัวของข้อมูลลูกค้าท่ีผิดนัดชำระหนี้ท่ีมีความสมจริงมากข้ึน และ
ช่วยเพ่ิมประสิทธิภาพในการเรียนรู้ของโมเดล 
 ในการศึกษานี้ จำนวนระเบียนของลูกค้าที่ผิดนัดชำระหนี้ซึ ่งมีอยู่ 3 ,596 ระเบียน ได้รับ 
การเพิ่มจำนวนให้เท่ากับกลุ่มลูกค้าที่ไม่ผิดนัดชำระหนี้ซึ ่งมี 10 ,000 ระเบียน ส่งผลให้มีการสรา้ง
ข้อมูลสังเคราะห์ของกลุ่มลูกค้าท่ีผิดนัดชำระหนี้เพ่ิมเติมจำนวน 6,404 ระเบียน 
 3.2.5  การคัดเลือกตัวแปรท่ีเหมาะสมกับการพัฒนาแบบจำลอง  
 หลังจากได้ข้อมูลท่ีสมบูรณ์แล้ว ผู้วิจัยได้ทำการคัดเลือกตัวแปรท่ีจากท้ังหมด 14 ตัวแปร คือ 
จุดประสงค์การกู้ วงเงินกู้ ยอดคงเหลือ อายุ อาชีพ รายได้ ค่าใช้จ่าย ประเภทของผู้กู้ ระยะเวลาขอกู้ 
สถานะสมรส ระดับการศึกษา ประเภทที่อยู่อาศัย อายุงานและ กรรมสิทธิ์ในสถานประกอบการ   
โดยคัดเลือกเฉพาะตัวแปรท่ีเหมาะสมในการพัฒนาแบบจำลอง  
 
ตารางที่ 3-15  ค่าความสำคัญของตัวแปร 
ตัวแปร F-Score 
วงเงินกู ้ 888.94 
อาย ุ 748.67 
ระยะเวลาการกู้ 567.39 
สถานะสมรส 405.17 
ระดับการศึกษา 273.08 
กรรมสิทธ์ิในสถานประกอบการ 169.79 
ยอดคงเหลือ 136.60 
รายได้ 113.69 
อาชีพ 109.74 
อายุงาน 52.58 
จุดประสงค์การกู้ 50.38 
ประเภทท่ีอยู่อาศัย 33.57 
รายจ่าย 16.77 
ประเภทของผู้กู้ 11.52 
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 โดยผู้วิจัยจะคัดเลือกตัวแปรสำหรับการสร้างแบบจำลองโดยกำหนดเกณฑ์ (Threshold)  
ของค่า F-Score มากกว่า 50 เพื่อเลือกตัวแปรที่มีความสำคัญต่อแบบจำลอง มาใช้ในการพัฒนา
แบบจำลอง ซึ่งตัวแปรสุดท้ายท่ีใช้พัฒนาแบบจำลองมีจำนวน 11 ตัวแปร ได้แก่ วัตถุประสงค์ของการ
กู้เงิน วงเงินกู้ ยอดคงเหลือ อายุ อาชีพ รายได้ ระยะเวลาการกู้ สถานภาพสมรส ระดับการศึกษา อายุ
งานและกรรมสิทธ์ิในสถานประกอบการ  การกำหนดเกณฑ์ดังกล่าวช่วยลดความซับซ้อนของโมเดล 
ลดปัญหา overfitting และเพ่ิมความสามารถในการอธิบายผลลัพธ์ โดยตัวแปรท่ีถูกเลือกครอบคลุม
ท้ังด้านการเงิน ประชากร อาชีพ และพฤติกรรมของผู้กู้ ซึ่งเป็นปัจจัยสำคัญในการประเมินความเส่ียง
ด้านเครดิต  
 
3.3  การพัฒนา และวัดประสิทธิภาพของแบบจำลอง (Model Development &  
      Evaluation) 
 ทำการเปรียบเทียบอัลกอริทึม 3 อัลกอริทึม ได้แก่ อัลกอริทึมโครงข่ายประสาทเทียมกราฟ 
คอนโวล ูช ัน (Graph Convolutional Network : GCN) อ ัลกอริท ึมเอ ็กตร ีมกราเด ี ้ยนบูทติ้ง 
(Extreme Gradient Boosting : XGBoost) และการ Hybrid ทำการปรับค่าพารามิเตอร ์ตาม 
ที่กำหนดไว้ เพื่อคัดเลือกอัลกอริทึมที่ดีที ่สุดไปสร้างแบบจำลองในการพยากรณ์ลูกหนี้ค้างชำระ  
 และทดสอบประสิทธิภาพของแบบจำลอง มีรายละเอียดของแต่ละข้ันตอนดังต่อไปนี้ 
 
 3.3.1  การพัฒนาโมเดลด้วยอัลกอลิทึม GCN 
 หลักการของ GCN เริ่มจาก “การสร้างกราฟ” โดยใช้แนวคิดหลักคือ ความใกล้เคียงเชิงตัวเลข
ผ่าน k-Nearest Neighbors มาสร้างความสัมพันธ์ระหว่างกลุ่มตัวอย่าง [7] เม่ือได้กราฟโค้ดจะมอง
ข้อมูลแต่ละแถวเป็นโหนด และเส้นเชื ่อมคือบริบทของข้อมูลนั ้น โดยการทำนายขึ ้นอยู่กับ 
Embedding ท่ีสะท้อนโครงสร้างความสัมพันธ์ในกราฟเป็นหลัก แสดงดังในสมการท่ี 3-1 

          
 

โดยท่ี 𝐗 คือ เมทริกซ์ฟีเจอร์เริ่มต้นของทุกโหนด (เช่น รายได้, อายุ, ยอดเงิน) 
         𝐀 คือ adjacency matrix ของกราฟ แสดงความเช่ือมโยงระหว่างโหนด  

         𝐀̃ = 𝐀 + 𝐈 คือ adjacency matrix ท่ีเพ่ิม self-loop  

         𝐃̃ คือ degree matrix ของ 𝐀̃ ใช้สำหรับ normalize อิทธิพลของเพ่ือนบ้าน 

         𝐃̃−
1

2𝐀̃𝐃̃−
1

2 คือ ตัวดำเนินการท่ีทำให้การรวมข้อมูลจากเพ่ือนบ้านมีความสมดุล  
         𝐖 คือ weight matrix ท่ีเรียนรู้ได้ของช้ัน GCN 

         𝜎(⋅) คือ ฟังก์ชันไม่เชิงเส้น เช่น ReLU 

         𝐖𝑜𝑢𝑡  คือ weight ของช้ันจำแนก (classifier layer) 
         softmax(⋅) คือ แปลงผลลัพธ์เป็นความน่าจะเป็นของแต่ละคลาส  
 
 
 

(3-1) 
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ตารางที่ 3-16  ค่าพารามิเตอร์สำหรับแบบจำลอง GCN 

Parameter Value 

ค่า K (Number of Nearest Neighbors) 3, 5, 7, 9, 11, 13 

Dropout Rate 0.1, 0.2, 0.5 

Epochs 60, 100, 150 

Hidden Dimension 32, 64, 128 
 
  3.3.2  การพัฒนาโมเดลด้วยอัลกอลิทึม XGBoost 
 สร้างโมเดลจากต้นไม้ตัดสินใจหลายต้นเรียงตอ่กนั ต้นไม้แต่ละต้นไม่ได้เรียนรู้ข้อมูลใหม่ท้ังหมด 
แต่ถูกฝึกข้ึนมาเพ่ือแก้ไขข้อผิดพลาดท่ีโมเดลก่อนหน้าทำไว้ ทำให้การเรียนรู้ค่อย ๆ ดีข้ึนเป็นลำดับ 
โดยระหว่างการฝึก โมเดลจะประเมินคุณภาพของการทำนายด้วยค่า Loss หรือ Metric ต่าง ๆ เพ่ือ
ควบคุมไม่ให้โมเดลซับซ้อนเกินไป เม่ือฝึกเสร็จ โมเดล XGBoost จะให้ผลลัพธ์เป็นค่าความน่าจะเป็น
ของคลาสเป้าหมาย ซึ่งเปิดโอกาสให้ปรับจุดตัด (Threshold) ได้ตามบริบทการใช้งาน แนวคิดท้ังหมด
นี้ทำให้ XGBoost เหมาะกับข้อมูลเชิงตารางที่มีความสัมพันธ์ไม่เชิงเส้น และมีปฏิสัมพันธ์ระหวา่ง
ฟีเจอร์จำนวนมาก [4] แสดงดังในสมการท่ี 3-2 

 
โดยท่ี  𝐱𝑖  คือ เวกเตอร์ฟีเจอร์ของตัวอย่างท่ี 𝑖        

          𝑓𝑚(⋅) คือ ต้นไม้ตัดสินใจลำดับท่ี 𝑚 

          𝑀 คือ จำนวนต้นไม้ท้ังหมดในโมเดล            
          ℱ𝑡𝑟𝑒𝑒  คือ เซตของฟังก์ชันท่ีเป็น Decision Tree 

          ∑ 𝑓𝑚
𝑀
𝑚=1 (𝐱𝑖) คือ การรวมผลลัพธ์จากต้นไม้ทุกต้น (boosting) 

          𝜎(⋅) คือ sigmoid function ใช้แปลงค่า logit เป็นความน่าจะเป็น 

 
 
 
 
 
 
 
 
 
 

(3-2) 
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ตารางที่ 3-17  ค่าพารามิเตอร์สำหรับแบบจำลอง XGBoost 

Parameter Value 

Number of Boosting Trees 200, 400, 600, 800 
Learning Rate 0.03, 0.05, 0.1 
Maximum Tree Depth 4, 6, 8, 10 
Minimum Child Weight 1, 2, 4 
Subsample Ratio of Training Instances 0.1, 0.2, 0.5, 1 
Column Subsample Ratio per Tree 0.01, 0.02, 0.05, 1 
Alpha 0, 0.1 
Lambda 0, 1 
Gamma 0, 0.1 

 
 3.3.3  การพัฒนาโมเดลด้วยอัลกอลิทึม Hybrid 
 หลักการของ hybrid คือ “แยกหน้าท่ีกันทำ” โดยใช้ GCN เพ่ือสกัดบริบทเชิงโครงสร้าง และ
ใช้ XGBoost เพื่อทำการตัดสินใจเชิงพยากรณ์ โดยขั้นตอนการ hybrid คือ การนำ Embedding  
จาก GCN มาต่อรวมกับฟีเจอร์ดั ้งเดิม ก่อนส่งเข้า XGBoost นี่สะท้อนแนวคิดเชิงว่า Embedding 
จากกราฟให ้ภาพรวมของบริบท ขณะที ่ฟ ี เจอร ์ด ิบยั งให้รายละเอ ียดเช ิงต ัวเลขที ่สำคัญ  
การรวมทั้งสองส่วนทำให้โมเดลสุดท้ายไม่สูญเสียข้อมูลด้านใดด้านหนึ่งจากมุมมองเชิงการพฒันา
โมเดล ซึ่งการใช้ GCN เป็น Feature Extractor เชิงโครงสร้าง และใช้ XGBoost เป็น Decision Model 
เชิงพยากรณ์ ซึ่งเป็นการผสานข้อดีของ Deep Learning บนกราฟ และ Tree-based Model [9] 
บนข้อมูลตารางเข้าด ้วยก ันอย่างเป็นระบบ โดยค่าพารามิเตอร์ที ่จะ Set ในโมเดล Hybird  
คือค่าที ่ด ีที ่ส ุดที ่จะได ้มาจาก GCN และ XGBoost ซึ ่งแนวคิดหลักของการ Hybrid คือ GCN  
สร้าง Representation เชิงโครงสร้าง ส่วน XGBoost ใช้ Representation เพื่อเรียนรู้เง ื ่อนไข 
การทำนายท่ีซับซ้อน แสดงดังในสมการท่ี 3-3 

 
โดยท่ี 𝐳𝑖 คือ embedding ของโหนดท่ี 𝑖 ท่ีได้จาก GCN สะท้อนท้ังฟีเจอร์ของตัวเองและบริบท 
 จากเพ่ือนบ้าน 

 𝒢 คือ โครงสร้างกราฟ (โหนด + เส้นเช่ือม) ท่ีใช้ใน GCN 

 𝐱𝑖 คือ ฟีเจอร์ดั้งเดิมของตัวอย่างท่ี 𝑖 (มักผ่านการ standardize) 
 [𝐳𝑖   ∥  𝐱𝑖] คือ การ Concat Embedding ฟีเจอร์ดั้งเดิมเพ่ือเก็บข้อมูลท้ังเชิงโครงสร้างและ 
        เชิงตัวเลข 

(3-3)  
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 𝑓𝑚(⋅), 𝑀, 𝜎(⋅) คือ มีความหมายเดียวกับ XGBoost only 
 

 3.3.4  การทดสอบประสิทธิภาพ 
 ในการประเมินประสิทธิภาพของโมเดลจะใช้ตัวช้ีวัดมาตรฐานสำหรับงานจำแนกประเภท ได้แก่ 
Accuracy, Precision, Recall และ F1-score ซึ่ง ตัวช้ีวัดเหล่านี้ถูกเลือกใช้เพ่ือให้สามารถประเมิน
ประสิทธิภาพของการจำแนกได้อยา่งครอบคลุม ซึง่มีความหมายดังนี้  
 Accuracy ใช้วัดความถูกต้องโดยรวมของแบบจำลอง โดยคำนวณจากสัดส่วนของจำนวน
ตัวอย่างท่ีถูกทำนายได้อย่างถูกต้องท้ังหมด เม่ือเทียบกับจำนวนตัวอย่างท้ังหมด ดังแสดงในสมการท่ี 3-4 

Accuracy =
𝑇𝑃 + 𝑇𝑁

𝑇𝑃 + 𝑇𝑁 + 𝐹𝑃 + 𝐹𝑁
 

โดยท่ี TP (True Positive) หมายถึง จำนวนตัวอยา่งท่ีเป็นบวกและถูกทำนายเป็นบวก
อย่างถูกตอ้ง, 
TN (True Negative) หมายถึง จำนวนตัวอย่างท่ีเป็นลบและถูกทำนายเป็นลบอย่างถูกต้อง , 
FP (False Positive) หมายถึง จำนวนตัวอย่างท่ีเป็นลบแต่ถูกทำนายผิดเป็นบวก, และ 
FN (False Negative) หมายถึง จำนวนตัวอย่างท่ีเป็นบวกแต่ถูกทำนายผิดเป็นลบ 

Precision ใช้ในการประเมินความน่าเช่ือถือของการทำนายคลาสบวก โดยวัดสัดส่วนของตัวอย่าง 
ท่ีถูกทำนายเป็นบวกอย่างถูกตอ้ง เม่ือเทียบกับจำนวนตัวอยา่งท้ังหมดท่ีถูกทำนายว่าเป็นบวก  
ดังแสดงในสมการท่ี 3-5 

Precision =
𝑇𝑃

𝑇𝑃 + 𝐹𝑃
 

Recall หรือท่ีเรียกว่า Sensitivity ใช้สะท้อนความสามารถของแบบจำลองในการตรวจจับ
ตัวอย่างท่ีเป็นบวกจริง โดยคำนวณจากสัดส่วนของตัวอย่างท่ีเป็นบวกและถูกทำนายอย่างถูกต้อง 
เม่ือเทียบกับจำนวนตัวอย่างท่ีเป็นบวกท้ังหมด ดังแสดงในสมการท่ี 3-6 

Recall =
𝑇𝑃

𝑇𝑃 + 𝐹𝑁
 

ค่า F1-score เป็นค่าเฉล่ียเชิงฮาร์มอนิกของ Precision และ Recall ซึ่งช่วยให้การประเมินมี
ความสมดุล โดยคำนึงถึงท้ังข้อผิดพลาดแบบ False Positive และ False Negative พร้อมกัน 
สมการนิยามของ F1-score ดังแสดงในสมการท่ี 3-7 

F1-score =
2 × Precision × Recall

Precision + Recall
 

 

(3-4) 

(3-5) 

(3-6) 

(3-7) 
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3.4  การนำแบบจำลองไปใช้งาน (Model Deployment) 
 การนำแบบจำลองไปประยุกต์ใช้งานจริง (Deployment) เป็นขั้นตอนสุดท้ายของงานวิจัย 
เพื่อให้ผู ้ปฏิบัติงานและหน่วยงานที ่เกี ่ยวข้องสามารถนำผลลัพธ์ไปใช้ประโยชน์ในการประเมิน  
ความเส่ียงได้อย่างเป็นรูปธรรมและเกิดประสิทธิภาพสูงสุด ผู้วิจัยได้ดำเนินการออกแบบและพัฒนา
ระบบการพยากรณ์ตามข้ันตอนดังต่อไปนี้ 
 3.4.1  การบันทึกสถานะแบบจำลอง (Model Serialization) 
 ในขั้นตอนแรก ผู้วิจัยทำการตรวจสอบความสมบูรณ์ของแบบจำลองขั ้นสุดท้ายอ ีกครั้ง  
โดยยืนยันลำดับตัวแปร (Feature Order) และกระบวนการเตร ียมข้อมูล (Preprocessing)  
ให้สอดคล้องกับข้ันตอนการฝึกแบบจำลอง จากนั้นได้ทำการบันทึกแบบจำลองในรูปแบบไฟล์ .pkl 
ด้วยเทคนิค Model Serialization เพื่อให้สามารถเรียกใช้งานภายหลังได้โดยไม่ต้องฝึกโมเดลใหม่ 
ข้ันตอนนี้มีความสำคัญในการแยกกระบวนการพัฒนาโมเดลออกจากกระบวนการให้บริการจริง 
 3.4.2  การออกแบบหน้าเว็บ (User Interface) 
 ผู้วิจัยได้ออกแบบและพัฒนาเว็บแอปพลิเคชันสำหรับใช้ในการทำนายผลการจัดประเภทลูกหนี้ 
โดยผู้ใช้งานสามารถเลือกกำหนดคุณลักษณะของลูกหนี้ตามตัวแปรที่กำหนดไว้ในแบบจำลองการ
พยากรณ์ ซึ่งค่าของตัวแปรแต่ละตัวจะถูกแปลงให้อยู่ในช่วงค่าท่ีสอดคล้องกับรูปแบบข้อมูลท่ีใช้ใน
การฝึกแบบจำลอง เม่ือผู้ใช้งานระบุข้อมูลของลูกหนี้ครบถ้วนตามตัวแปรท่ีกำหนด ระบบจะทำการ
ประมวลผลผ่านแบบจำลองท่ีพัฒนาข้ึน และแสดงผลการทำนายว่าลูกหนี้รายดังกล่าวมีแนวโน้มจัดอยู่
ในกลุ่ม Performing (ลูกหนี้ปกติ) หรือ Non-performing (ลูกหนี้ผิดนัดชำระ) ท้ังนี้ รูปแบบของหน้า
เว็บแอปพลิเคชันแสดงดังภาพประกอบ 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 

อายุ 

อาชีพ 

รายได้ 

วงเงินกู้ 

อายุงาน 

กรรมสิทธ์ิในสถานประกอบการ 

ยอดคงเหลือ 

สถานะสมรส 

ระยะเวลาขอกู้ 

วัตถุประสงคข์องการกู้เงิน 

ระดับการศึกษา 

การพยากรณ์ลูกหนี้ค้างช าระของสินเช่ือบุคคล 

ผลการพยากรณ์ = Performing/Non-performing 

ภาพที่ 3-3  User Interface Design 
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 3.4.3  การติดตั้งระบบประมวลผลและการแสดงผลลัพธ์ 
  ผู้วิจัยได้สร้างโปรเจคบน Firebase Console และเปิดใช้งานบริการหลัก ได้แก่ Firebase 
Hosting และ Cloud Functions ซึ่ง Firebase Hosting ทำหน้าท่ีเผยแพร่หน้าเว็บ (Frontend) ให้
สามารถเข้าถึงผ่านอ ินเทอร์เน็ต และ Cloud Functions ทำหน้าที่ เป็น Backend API สำหรับ
ประมวลผลข้อมูลและเรียกใช้แบบจำลอง โดยลำดับการทำงานภายในประกอบด้วย 

1.  รับข้อมูลผ่าน HTTP Request จากหน้าเว็บ 
2.  ดำเนินการแปลงข้อมูลให้อยู่ในรูปแบบท่ีแบบจำลองรองรับ 
3.  โหลด Final Model ท่ีถูกบันทึกไว้ 
4.  ทำการการพยากรณ์ (Prediction)   
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บทท่ี 4 

ผลการดำเนินงานวิจัย 
 
 ผลการดำเนินงานวิจัยการพัฒนาแบบจำลองการพยากรณ์การผิดนัดชำระหนี้ของลูกค้า
สินเช่ือส่วนบุคคล โดยประยุกต์ใช้เทคนิคเหมืองข้อมูล มีรายละเอียดดังต่อไปนี้ 
 4.1  ผลการเก็บรวบรวมข้อมูลและจัดเตรียมข้อมูล  
 4.2  ผลการพัฒนา และทดสอบประสิทธิภาพของแบบจำลอง 
 4.3  ผลการนำแบบจำลองไปใช้งาน 
 
4.1  ผลการเก็บรวบรวมข้อมูลและการจัดเตรียมข้อมูล 
 จากการเก็บรวบรวมข้อมูลและความสะอาดข้อมูลการผ่อนชำระของกลุ่มตัวอย่างแล้ว พบว่า 
ข้อมูลท่ีเหมาะสมจะนำมาพัฒนาแบบจำลอง มีจำนวนท้ังส้ิน 13,596 รายการและตัวแปรท่ีหมาะสม
จำนวน 11 ตัวแปร ได้แก่ วัตถุประสงค์ของการกู้เงิน วงเงินกู้ ยอดคงค้าง อายุ อาชีพ รายได้ 
ระยะเวลาการกู้ สถานภาพสมรส ระดับการศึกษา อายุงานและกรรมสิทธ์ิในสถานประกอบการ ซึ่ง
ข้อมูลครอบคลุมระยะเวลาตั้งแต่ มกราคม 2565 – กุมภาพันธ์ 2568 ซึ่งเป็นข้อมูลเปิดบัญชีตั้งแต่ 
มกราคม 2565 - ก ันยายน 2566 และติดตามความสามารถในการผ่อนชำระ 18 เด ือน จนถึง
ก ุมภาพ ันธ ์  2568 จากน ั ้นนำมาผ ่านกระบวนการแปลงข ้อม ูลและการจ ัดสมด ุลข ้อ มูล  
(Data Transformation & Data Balancing) ตามระเบียบวิธีวิจัยที่กำหนดไว้ในบทที่ 3 ทำให้ได้
ข้อมูลสำหรับฝึกฝนแบบจำลองเพิ่มขึ้นจำนวน 6 ,404 ระเบียน ซึ่งข้อมูลสุดท้ายสำหรับฝ ึกฝน
แบบจำลองมีจำนวน 20,000 ระเบียน โดยแบ่งเป็นข้อมูลลูกหนี้ปกติจำนวน 10,000 ระเบียนและ
ลูกหนี้ผิดนัดชำระหนี้จำนวน 10,000 ระเบียน เพื่อเพิ่มประสิทธิภาพในการเรียนรู้ของแบบจำลอง
และป้องกันปัญหาความเอนเอียง (Bias) ผู้วิจัยได้ดำเนินการเตรียมข้อมูลเพิ่มเติมสำหรับทดสอบ
ประสิทธิภาพของแบบจำลองท่ีผ่านฝึกฝน โดนข้อมูลจะแบ่งออกเป็น 2 ส่วนหลัก ได้แก่ 
 1.  ชุดข้อมูลสำหรับการพัฒนาแบบจำลอง (Training Modeling Dataset) จำนวน 20,000 
ระเบียน ซึ่งเป็นข้อมูลที่ผ่านการทำความสะอาด คัดเลือกและจัดความสมดุลของข้อมูลด้วยวิธี 
SMOTE (Synthetic Minority Over-sampling Technique) เพื ่อนำเข้าสู ่กระบวนการฝึกสอน
อัลกอริทึม โดยแบ่งลูกหนี้ปกติและเสีย เป็นคลาสละ 10,000 ระเบียน 
 2.  ชุดข้อมูลสำหรับทดสอบแบบจำลอง (Unseen Dataset) จำนวน 500 ระเบียน ซึ่งแบ่ง
ลูกหนี้ปกติและเสีย เป็นคลาสละ 250 ระเบียน ซึ่งข้อมูลส่วนนี ้จะเป็นข้อมูลที่ไม่ได้มีส่วนใน
กระบวนการฝึกสอนแบบจำลอง เพื่อใช้เป็นตัวแทนของข้อมูลจริงในการประเมินประสิทธิภาพข้ัน
สุดท้าย
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ตารางที่ 4-1  สรุปข้อมูลท่ีใช้การพัฒนาและทดสอบแบบจำลอง  
ประเภทของข้อมูล ลูกหนี้ปกติ ลูกหนี้ผิดนัดชำระ  จำนวนลูกหนี้ทั้งหมด 
ข้อมูลฝึกฝนแบบจำลอง 10,000 ระเบียน 10,000 ระเบียน 20,000 ระเบียน 
ข้อมูล Unseen  250 ระเบียน 250 ระเบียน 500 ระเบียน 

 
ตารางที่ 4-2  ตัวอย่างข้อมูลท่ีใช้ในการฝึกฝนแบบจำลอง 

NO วงเงินกู ้
เงิน

คงเหลือ 
วัตถุประสงค์

การกู้ 
ระยะเวลา

ขอกู ้
อายุ 

สถานะ
สมรส 

อาชีพ 
ระดับ

การศึกษา 
รายได้ 

ระยะเวลา
การ

ทำงาน 

กรรมสิทธ์ิในสถาน
ประกอบการ 

1 2 1 1 1 6 4 7 2 3 2 4 
2 2 1 1 1 4 2 7 2 3 7 2 
3 2 1 1 1 5 4 7 2 2 6 2 
4 2 2 1 4 3 1 6 4 5 4 1 
5 2 1 1 1 4 4 6 2 2 7 4 
6 7 7 10 6 4 2 5 5 6 7 1 
7 2 1 1 1 5 2 7 4 3 4 4 
8 2 2 1 1 4 1 7 4 2 5 4 
9 2 1 1 1 2 2 7 5 2 3 4 
10 2 1 1 1 7 2 5 2 4 7 2 
11 2 1 1 1 7 3 7 3 3 7 1 
12 2 3 1 1 3 1 7 4 1 6 4 
13 3 4 1 4 3 1 6 4 4 1 2 
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NO วงเงินกู ้
เงิน

คงเหลือ 
วัตถุประสงค์

การกู้ 
ระยะเวลา

ขอกู ้
อายุ 

สถานะ
สมรส 

อาชีพ 
ระดับ

การศึกษา 
รายได้ 

ระยะเวลา
การ

ทำงาน 

กรรมสิทธ์ิในสถาน
ประกอบการ 

14 2 1 1 2 6 1 5 4 3 5 2 
15 3 2 1 3 5 1 7 2 1 2 4 
16 2 1 1 1 5 2 7 2 2 7 4 
17 2 1 1 2 3 4 6 1 1 6 1 
18 2 3 1 1 2 2 6 6 4 6 2 
19 2 1 1 1 2 2 7 2 1 5 4 
20 2 1 1 1 3 4 6 3 2 2 2 
21 2 1 1 1 7 4 6 2 3 8 2 
22 2 3 1 2 4 2 6 2 3 5 2 
23 2 1 1 1 2 2 5 4 6 3 3 
24 2 1 1 1 2 2 6 4 3 3 4 
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4.2  ผลการพัฒนาและทดสอบประสิทธิภาพของแบบจำลอง 
 ในการพัฒนาแบบจำลองของทั้ง 3 รูปแบบ ได้แก่ โครงข่ายประสาทเทียมกราฟคอนโวลูชัน 
(Graph Convolutional Network: GCN) เอ็กตรีมกราเดี้ยนบูทติ้ง (Extreme Gradient Boosting : 
XGBoost) Hybrid of Graph Convolutional Network and Extreme Gradient Boosting  
ในการปรับแต่งแบบจำลอง (Hyperparameter Tuning) ผู ้ว ิจ ัยได ้ดำเนินการกำหนดปรับแต่ง
ค ่าพารามิเตอร์ต ่างๆในแต่ละร ูปแบบเพ ื ่อค ้นหาชุดพารามิเตอร์ที ่ ให ้ประส ิทธิภาพส ูง สุด  
(Best Parameters) สำหรับแต่ละอัลกอริทึม โดยใช้เทคนิคการตรวจสอบความถูกต้องข้ามกลุ่มแบบ 
K-Fold (K-Fold Cross-validation) บนช ุดข ้อม ูลฝ ึกฝนแบบจำลองจำนวน 20,000 รายการ  
ท้ังนี้ การเปรียบเทียบประสิทธิภาพของแบบจำลองแต่ละรูปแบบ จะถูกพิจารณาจากตัวช้ีวัดผลทาง
สถิติ 4 ประการ ได้แก่ ค่าความถูกต้อง (Accuracy) ค่าความแม่นยำ (Precision) ค่าระลึก (Recall) 
และค่าเอฟวัน (F1-Score: F) โดยมีรายละเอียดดังนี้ 
 4.2.1 ผลการพ ัฒนาแบบจำลอง โครงข ่ายประสาทเท ียมกราฟคอนโวล ูช ัน ( Graph 
Convolutional Network: GCN) 
 

ตารางที่ 4.3  ค่าพารามิเตอร์สำหรับแบบจำลอง GCN 

Parameter Value 

ค่า K (Number of Nearest Neighbors) 3, 5, 7, 9, 11, 13 

Dropout Rate 0.1, 0.2, 0.5 

Epochs 60, 100, 150 

Hidden Dimension 32, 64, 128 
 จากตารางท่ี 4.3 ผู้วิจัยได้ทำการปรับคา่พารามิเตอรจ์ำนวน 162 รูปแบบโดยกำหนดคา่ K
เท่ากับ [3, 5, 7, 9, 11, 13] ค่า dropout เท่ากับ [0.1, 0.2, 0.5] ค่า Epochs เท่ากับ [60, 100, 
150] และค่า Hidden dim เท่ากับ [32, 64, 128]  
 

ตารางที่ 4-4  ผลลัพธ์ของแบบจำลอง GCN  
 

Parameter Performance 

K Dropout Hidden Epochs Acc(%) Pre Rec F1 

3 0.1 128 150 78.105 0.800 0.749 0.781 
3 0.2 128 150 77.960 0.801 0.745 0.779 
3 0.5 128 150 77.570 0.799 0.738 0.775 
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ตารางที่ 4-4 (ต่อ)  
Parameter Performance 
K Dropout Hidden Epochs Acc(%) Pre Rec F1 
3 0.1 128 100 77.260 0.790 0.742 0.772 
3 0.1 64 150 77.240 0.793 0.737 0.772 
3 0.2 128 100 77.140 0.790 0.739 0.771 
3 0.2 64 150 77.015 0.794 0.729 0.770 
3 0.5 128 100 76.965 0.791 0.733 0.769 
3 0.5 64 150 76.915 0.796 0.723 0.769 
3 0.1 32 150 76.790 0.790 0.729 0.768 
5 0.2 128 150 76.680 0.779 0.746 0.767 
5 0.1 128 150 76.650 0.777 0.749 0.766 
3 0.2 64 100 76.650 0.789 0.728 0.766 
3 0.2 32 150 76.580 0.791 0.722 0.765 
3 0.1 128 60 76.430 0.784 0.730 0.764 
3 0.1 64 100 76.395 0.787 0.724 0.764 
3 0.5 64 100 76.335 0.790 0.717 0.763 
5 0.5 128 150 76.275 0.778 0.735 0.763 
5 0.1 128 100 76.265 0.780 0.733 0.762 
3 0.2 128 60 76.255 0.785 0.724 0.762 
3 0.1 32 100 76.220 0.786 0.720 0.762 
3 0.2 32 100 76.205 0.787 0.718 0.762 
3 0.5 128 60 76.175 0.785 0.722 0.761 
3 0.5 32 150 76.005 0.789 0.710 0.759 
3 0.5 32 100 75.990 0.789 0.710 0.759 
5 0.2 128 100 75.905 0.775 0.731 0.759 
3 0.5 64 60 75.840 0.783 0.715 0.758 
5 0.1 64 150 75.785 0.773 0.730 0.758 
5 0.2 64 150 75.780 0.774 0.728 0.758 
3 0.1 64 60 75.680 0.775 0.724 0.757 
5 0.5 128 100 75.660 0.771 0.729 0.756 
5 0.5 64 150 75.625 0.772 0.728 0.756 
7 0.2 128 150 75.600 0.767 0.735 0.756 
5 0.1 64 100 75.595 0.775 0.722 0.756 
3 0.2 64 60 75.575 0.775 0.721 0.755 
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ตารางที่ 4-4 (ต่อ)  
Parameter Performance 
K Dropout Hidden Epochs Acc(%) Pre Rec F1 
7 0.1 128 150 75.435 0.765 0.734 0.754 
7 0.5 128 150 75.415 0.767 0.731 0.754 
5 0.1 32 150 75.355 0.771 0.721 0.753 
9 0.1 128 150 75.235 0.760 0.738 0.752 
3 0.5 32 60 75.250 0.771 0.719 0.752 
5 0.2 64 100 75.180 0.769 0.720 0.752 
5 0.1 128 60 75.180 0.770 0.718 0.752 
9 0.2 128 150 75.110 0.760 0.734 0.751 
7 0.1 128 100 75.060 0.758 0.735 0.751 
5 0.5 64 100 75.060 0.770 0.715 0.750 
5 0.2 128 60 75.050 0.769 0.716 0.750 
5 0.2 32 150 75.035 0.769 0.715 0.750 
5 0.5 32 150 75.000 0.772 0.709 0.750 
7 0.1 64 150 74.960 0.763 0.725 0.749 
7 0.2 128 100 74.960 0.764 0.722 0.749 
5 0.5 128 60 74.945 0.768 0.715 0.749 
3 0.2 32 60 74.935 0.765 0.720 0.749 
9 0.5 128 150 74.820 0.756 0.734 0.748 
7 0.2 64 150 74.815 0.762 0.722 0.748 
7 0.5 128 100 74.815 0.762 0.722 0.748 
3 0.1 32 60 74.715 0.760 0.724 0.747 
5 0.2 64 60 74.670 0.762 0.718 0.746 
11 0.1 128 150 74.645 0.754 0.733 0.746 
5 0.2 32 100 74.675 0.767 0.709 0.746 
5 0.1 32 100 74.625 0.765 0.711 0.746 
7 0.5 64 150 74.590 0.762 0.715 0.746 
5 0.5 32 100 74.560 0.765 0.709 0.745 
11 0.2 128 150 74.470 0.752 0.730 0.745 
5 0.5 64 60 74.470 0.761 0.714 0.744 
5 0.1 64 60 74.460 0.760 0.715 0.744 
9 0.2 64 150 74.445 0.754 0.726 0.744 
7 0.5 64 100 74.415 0.758 0.717 0.744 

 



41 
 

 
 

ตารางที่ 4-4 (ต่อ)  
Parameter Performance 
K Dropout Hidden Epochs Acc(%) Pre Rec F1 
7 0.2 32 150 74.365 0.756 0.721 0.743 
7 0.1 32 150 74.355 0.759 0.714 0.743 
9 0.1 64 150 74.340 0.755 0.720 0.743 
11 0.5 128 150 74.310 0.751 0.728 0.743 
9 0.1 128 100 74.305 0.755 0.720 0.743 
9 0.5 128 100 74.270 0.751 0.726 0.743 
9 0.2 128 100 74.255 0.753 0.722 0.742 
13 0.2 128 150 74.235 0.750 0.727 0.742 
7 0.2 64 100 74.225 0.756 0.715 0.742 
7 0.1 128 60 74.220 0.755 0.718 0.742 
11 0.2 64 150 74.180 0.752 0.722 0.742 
7 0.2 128 60 74.150 0.756 0.714 0.741 
7 0.1 64 100 74.145 0.755 0.715 0.741 
5 0.2 32 60 74.120 0.756 0.712 0.741 
13 0.1 128 150 74.090 0.745 0.732 0.741 
7 0.1 32 100 74.105 0.757 0.710 0.741 
11 0.2 128 100 74.070 0.749 0.724 0.741 
11 0.1 64 150 74.030 0.745 0.731 0.740 
11 0.1 128 100 73.985 0.743 0.733 0.740 
7 0.5 128 60 74.000 0.754 0.713 0.740 
7 0.5 32 150 74.000 0.758 0.706 0.740 
5 0.5 32 60 73.975 0.756 0.708 0.739 
7 0.5 32 100 73.890 0.755 0.708 0.739 
9 0.5 64 150 73.855 0.755 0.706 0.738 
11 0.5 128 100 73.775 0.747 0.718 0.738 
5 0.1 32 60 73.770 0.750 0.714 0.738 
9 0.1 32 150 73.755 0.748 0.716 0.737 
11 0.5 64 150 73.740 0.748 0.717 0.737 
7 0.2 64 60 73.715 0.752 0.708 0.737 
9 0.2 64 100 73.680 0.750 0.712 0.737 
13 0.5 128 150 73.670 0.747 0.716 0.737 
9 0.2 32 150 73.650 0.749 0.711 0.736 
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ตารางที่ 4-4 (ต่อ)  
Parameter Performance 
K Dropout Hidden Epochs Acc(%) Pre Rec F1 
9 0.1 128 60 73.585 0.748 0.711 0.736 
13 0.2 128 100 73.570 0.744 0.718 0.736 
13 0.2 64 150 73.565 0.744 0.720 0.736 
9 0.2 128 60 73.565 0.749 0.709 0.735 
7 0.2 32 100 73.555 0.749 0.708 0.735 
9 0.1 64 100 73.530 0.747 0.711 0.735 
13 0.1 128 100 73.520 0.745 0.715 0.735 
9 0.5 64 100 73.515 0.746 0.714 0.735 
11 0.1 64 100 73.510 0.743 0.718 0.735 
7 0.5 64 60 73.525 0.751 0.705 0.735 
13 0.1 64 150 73.490 0.742 0.721 0.735 
11 0.2 128 60 73.475 0.746 0.711 0.735 
9 0.5 32 150 73.435 0.749 0.705 0.734 
7 0.1 64 60 73.420 0.746 0.710 0.734 
9 0.5 128 60 73.415 0.749 0.704 0.734 
13 0.5 128 100 73.400 0.744 0.713 0.734 
7 0.2 32 60 73.355 0.747 0.707 0.733 
13 0.1 64 100 73.335 0.742 0.716 0.733 
13 0.1 32 150 73.295 0.745 0.708 0.733 
11 0.2 64 100 73.285 0.743 0.712 0.733 
11 0.5 64 100 73.290 0.745 0.709 0.733 
7 0.1 32 60 73.260 0.747 0.704 0.732 
11 0.2 32 150 73.240 0.744 0.708 0.732 
9 0.2 32 100 73.230 0.745 0.707 0.732 
13 0.5 64 150 73.220 0.743 0.709 0.732 
9 0.5 32 100 73.215 0.746 0.703 0.732 
11 0.1 32 150 73.190 0.742 0.711 0.732 
11 0.1 128 60 73.170 0.742 0.711 0.732 
9 0.1 32 100 73.125 0.744 0.706 0.731 
11 0.5 128 60 73.105 0.744 0.704 0.731 
11 0.2 32 100 73.085 0.743 0.706 0.731 
11 0.5 32 150 73.045 0.741 0.708 0.730 
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ตารางที่ 4-4 (ต่อ)  
Parameter Performance 
K Dropout Hidden Epochs Acc(%) Pre Rec F1 
13 0.2 64 100 73.045 0.742 0.706 0.730 
9 0.1 64 60 72.980 0.742 0.705 0.730 
9 0.5 64 60 72.910 0.739 0.710 0.729 
13 0.5 64 100 72.900 0.740 0.706 0.729 
13 0.2 32 150 72.900 0.740 0.707 0.729 
13 0.5 32 150 72.870 0.737 0.710 0.729 
7 0.5 32 60 72.875 0.738 0.710 0.729 
11 0.5 32 100 72.860 0.740 0.705 0.728 
9 0.2 64 60 72.850 0.739 0.707 0.728 
11 0.5 64 60 72.815 0.740 0.704 0.728 
13 0.1 128 60 72.785 0.739 0.706 0.728 
11 0.2 64 60 72.710 0.738 0.706 0.727 
13 0.2 128 60 72.705 0.739 0.703 0.727 
13 0.5 32 100 72.695 0.736 0.707 0.727 
11 0.1 32 100 72.685 0.739 0.701 0.727 
11 0.1 64 60 72.685 0.740 0.701 0.727 
13 0.5 128 60 72.660 0.737 0.705 0.726 
13 0.1 32 100 72.615 0.739 0.700 0.726 
9 0.1 32 60 72.610 0.738 0.703 0.726 
13 0.2 32 100 72.505 0.735 0.704 0.725 
11 0.2 32 60 72.485 0.735 0.705 0.725 
13 0.5 64 60 72.410 0.737 0.698 0.724 
9 0.5 32 60 72.295 0.731 0.706 0.723 
13 0.2 64 60 72.305 0.735 0.698 0.723 
13 0.1 64 60 72.155 0.731 0.702 0.721 
11 0.5 32 60 72.075 0.731 0.699 0.721 
13 0.2 32 60 71.955 0.731 0.695 0.719 
9 0.2 32 60 71.875 0.730 0.696 0.719 
11 0.1 32 60 71.770 0.727 0.698 0.718 
13 0.1 32 60 71.620 0.726 0.696 0.716 
13 0.5 32 60 71.190 0.720 0.694 0.712 
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จากตารางท่ี 4.4 ท่ีแสดงผลลัพธ์ท้ัง 162 รูปแบบ แสดงให้เห็นว่าค่าพารามิเตอร์ K เท่ากับ 3 
ค่า Dropout 0.1 ค่า Hidden dim 128 ค่า Epochs 150 ให้ประสิทธิภาพดีท่ีสุดด้วยค่าความถูกต้อง 
ร้อยละ 78.10 
 4.2.1 ผลการพัฒนาแบบจำลอง เอ็กตรีมกราเดี้ยนบูทติ้ง (Extreme Gradient Boosting : 
XGBoost) 
 
ตารางที่ 4.5  ค่าพารามิเตอร์สำหรับแบบจำลอง XGBoost 

Parameter Value 

Number of Boosting Trees 200, 400, 600, 800 
Learning Rate 0.03, 0.05, 0.1 
Maximum Tree Depth 4, 6, 8, 10 
Minimum Child Weight 1, 2, 4 
Subsample Ratio of Training Instances 0.1, 0.2, 0.5, 1 
Column Subsample Ratio per Tree 0.01, 0.02, 0.05, 1 
Alpha 0, 0.1 
Lambda 0, 1 
Gamma 0, 0.1 

 
 จากตารางท่ี 2 ผู้วิจัยได้ทำการปรับค่าพารามิเตอร์จำนวน 18,432 รูปแบบโดยกำหนดค่า  
n_estimators (trees) เท่ากับ [200, 400, 600, 800] ค่า learning_rate [0.03, 0.05, 0.1]  
ค่า max_depth [4, 6, 8, 10] ค่า min_child_weight [1, 2, 4] ค่า subsample [0.1, 0.2, 0.5, 1] 
ค่า colsample_bytree [0.01, 0.02, 0.05, 1] ค่า reg_alpha [0, 0.1] ค่า reg_lambda [0, 1] 
และ ค่า gamma [0, 0.1]   
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ตารางที่ 4-6  ผลลัพธ์ของแบบจำลอง XGBoost  
Parameter Performance 
colsamp gamma learning maxdep minchil N_esti alpha lambda subsam Acc(%) Pre Rec F1 

1 0 0.1 10 1 800 0 0 1 92.440 0.924 0.1 10 
1 0 0.1 10 1 600 0 0 1 92.430 0.924 0.1 10 
1 0 0.1 8 1 800 0 0 1 91.705 0.917 0.1 8 
1 0 0.1 8 1 600 0 0 1 91.100 0.911 0.1 8 
0.5 0.1 0.05 6 1 800 0 0 0.5 89.330 0.893 0.05 6 
0.5 0 0.05 6 1 800 0.1 0 0.5 89.290 0.893 0.05 6 
0.5 0 0.05 6 1 800 0 0 0.5 89.285 0.893 0.05 6 
0.5 0.1 0.05 6 1 800 0.1 0 0.5 89.245 0.892 0.05 6 
0.5 0.1 0.05 6 1 800 0.1 1 0.5 88.645 0.886 0.05 6 
0.5 0 0.05 6 1 800 0.1 1 0.5 88.590 0.886 0.05 6 
0.5 0.1 0.05 6 1 800 0 1 0.5 88.535 0.885 0.05 6 
0.5 0 0.05 6 2 800 0 0 0.5 88.530 0.885 0.05 6 
0.5 0.1 0.05 6 2 800 0 0 0.5 88.530 0.885 0.05 6 
0.5 0 0.05 6 1 800 0 1 0.5 88.520 0.885 0.05 6 
0.5 0 0.05 6 2 800 0.1 0 0.5 92.440 0.885 0.05 6 
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ตารางที่ 4-6  (ต่อ)  
Parameter Performance 
colsamp gamma learning maxdep minchil N_esti alpha lambda subsam Acc(%) Pre Rec F1 

0.5 0.1 0.05 6 2 800 0.1 0 0.5 88.400 0.885 0.884 0.884 
0.5 0 0.05 6 1 600 0 0 0.5 88.180 0.882 0.882 0.882 
0.5 0.1 0.05 6 2 800 0 1 0.5 88.170 0.882 0.882 0.882 
0.5 0 0.05 6 1 600 0.1 0 0.5 88.120 0.882 0.881 0.881 
0.5 0 0.05 6 2 800 0 1 0.5 88.070 0.881 0.881 0.881 
0.5 0.1 0.05 6 1 600 0.1 0 0.5 88.055 0.881 0.881 0.881 
0.5 0.1 0.05 6 2 800 0.1 1 0.5 88.050 0.881 0.881 0.880 
0.5 0 0.05 6 2 800 0.1 1 0.5 88.010 0.881 0.880 0.880 
0.5 0.1 0.05 6 1 600 0 0 0.5 88.005 0.881 0.880 0.880 
0.5 0.1 0.05 6 1 800 0 0 0.2 87.715 0.878 0.877 0.877 
0.5 0 0.05 6 1 800 0 0 0.2 87.590 0.876 0.876 0.876 
0.5 0 0.05 6 1 800 0.1 0 0.2 87.535 0.876 0.875 0.875 
0.5 0.1 0.05 6 1 800 0.1 0 0.2 87.410 0.875 0.874 0.874 
0.5 0.1 0.05 6 2 600 0 0 0.5 87.315 0.873 0.873 0.873 
0.5 0 0.05 6 1 600 0 1 0.5 87.300 0.873 0.873 0.873 
0.5 0 0.05 6 2 600 0 0 0.5 87.290 0.873 0.873 0.873 
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ตารางที่ 4-6  (ต่อ)  
Parameter Performance 
colsamp gamma learning maxdep minchil N_esti alpha lambda subsam Acc(%) Pre Rec F1 

0.5 0 0.05 6 1 600 0.1 1 0.5 87.265 0.873 0.873 0.873 
0.5 0.1 0.03 6 1 800 0 0 0.5 87.255 0.873 0.873 0.873 
0.5 0.1 0.05 6 2 600 0.1 0 0.5 87.250 0.873 0.873 0.872 
0.5 0.1 0.05 6 1 600 0.1 1 0.5 87.240 0.873 0.872 0.872 
0.5 0.1 0.03 6 1 800 0.1 0 0.5 87.215 0.872 0.872 0.872 
0.5 0 0.05 6 2 600 0.1 0 0.5 87.205 0.872 0.872 0.872 
0.5 0 0.03 6 1 800 0 0 0.5 87.155 0.872 0.872 0.872 
0.5 0.1 0.05 6 1 600 0 1 0.5 87.145 0.872 0.871 0.871 
0.5 0 0.05 6 5 800 0 0 0.5 86.940 0.870 0.869 0.869 
0.5 0 0.03 6 1 800 0.1 0 0.5 86.930 0.870 0.869 0.869 
0.5 0.1 0.05 6 5 800 0 0 0.5 86.900 0.869 0.869 0.869 
0.5 0.1 0.05 6 1 800 0 1 0.2 86.895 0.869 0.869 0.869 
0.5 0 0.05 6 2 600 0 1 0.5 86.885 0.869 0.869 0.869 
0.5 0 0.05 6 5 800 0.1 0 0.5 86.855 0.869 0.869 0.869 
0.5 0.1 0.05 6 5 800 0.1 0 0.5 86.835 0.869 0.868 0.868 
0.5 0 0.05 6 1 800 0 1 0.2 86.820 0.869 0.868 0.868 
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ตารางที่ 4-6  (ต่อ)  
Parameter Performance 
colsamp gamma learning maxdep minchil N_esti alpha lambda subsam Acc(%) Pre Rec F1 

0.5 0.1 0.05 6 5 800 0 1 0.5 86.730 0.868 0.867 0.867 
0.5 0 0.05 6 1 800 0.1 1 0.2 86.720 0.868 0.867 0.867 
0.5 0.1 0.05 6 1 800 0.1 1 0.2 86.715 0.867 0.867 0.867 
0.5 0.1 0.05 6 2 600 0 1 0.5 86.710 0.867 0.867 0.867 
0.5 0 0.05 6 2 600 0.1 1 0.5 86.695 0.867 0.867 0.867 
0.5 0.1 0.05 6 5 800 0.1 1 0.5 86.690 0.867 0.867 0.867 
0.5 0 0.05 6 5 800 0.1 1 0.5 86.660 0.867 0.867 0.867 
0.5 0 0.05 6 5 800 0 1 0.5 86.615 0.866 0.866 0.866 
0.5 0.1 0.05 6 2 600 0.1 1 0.5 86.560 0.866 0.866 0.866 
0.5 0 0.05 6 2 800 0 0 0.2 86.525 0.866 0.865 0.865 
0.5 0.1 0.03 6 1 800 0 1 0.5 86.480 0.865 0.865 0.865 
0.5 0 0.03 6 2 800 0 0 0.5 86.450 0.865 0.865 0.864 
0.5 0 0.03 6 2 800 0.1 0 0.5 86.390 0.864 0.864 0.864 
0.5 0.1 0.05 6 1 600 0 0 0.2 86.380 0.864 0.864 0.864 
0.5 0.1 0.03 6 2 800 0 0 0.5 86.375 0.864 0.864 0.864 
0.5 0 0.05 5 1 800 0.1 0 0.5 86.325 0.864 0.863 0.863 
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ตารางที่ 4-6  (ต่อ)  
Parameter Performance 
colsamp gamma learning maxdep minchil N_esti alpha lambda subsam Acc(%) Pre Rec F1 

0.5 0.1 0.05 6 2 800 0 0 0.2 86.315 0.863 0.863 0.863 
0.5 0 0.03 6 1 800 0 1 0.5 86.310 0.863 0.863 0.863 
0.5 0 0.05 6 1 600 0 0 0.2 86.285 0.863 0.863 0.863 
0.5 0.1 0.05 5 1 800 0 0 0.5 86.285 0.863 0.863 0.863 
0.5 0.1 0.05 6 2 800 0.1 0 0.2 86.260 0.863 0.863 0.863 
0.5 0.1 0.05 6 1 600 0.1 0 0.2 86.255 0.863 0.863 0.863 
0.5 0.1 0.05 5 1 800 0.1 0 0.5 86.220 0.862 0.862 0.862 
0.5 0.1 0.03 6 2 800 0.1 0 0.5 86.215 0.862 0.862 0.862 
0.5 0 0.05 6 1 600 0.1 0 0.2 86.205 0.862 0.862 0.862 
0.5 0 0.05 6 2 800 0.1 0 0.2 86.205 0.862 0.862 0.862 
0.5 0 0.03 6 1 800 0.1 1 0.5 86.195 0.862 0.862 0.862 
0.5 0 0.05 5 1 800 0 0 0.5 86.160 0.862 0.862 0.862 
0.5 0.1 0.03 6 1 800 0.1 1 0.5 86.105 0.861 0.861 0.861 
0.5 0 0.05 6 1 400 0 0 0.5 86.080 0.861 0.861 0.861 
0.5 0.1 0.05 6 1 400 0 0 0.5 86.015 0.860 0.860 0.860 
0.5 0.1 0.05 6 1 400 0.1 0 0.5 85.980 0.860 0.860 0.860 
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ตารางที่ 4-6  (ต่อ)  
Parameter Performance 
colsamp gamma learning maxdep minchil N_esti alpha lambda subsam Acc(%) Pre Rec F1 

0.5 0 0.05 6 2 800 0.1 1 0.2 85.955 0.860 0.860 0.860 
0.5 0 0.05 6 1 400 0.1 0 0.5 85.935 0.860 0.859 0.859 
0.5 0 0.05 6 2 800 0 1 0.2 85.840 0.859 0.858 0.858 
0.5 0 0.05 5 2 800 0 0 0.5 85.790 0.858 0.858 0.858 
0.5 0.1 0.05 6 2 800 0 1 0.2 85.785 0.858 0.858 0.858 
0.5 0 0.03 6 1 800 0 0 0.2 85.775 0.858 0.858 0.858 
0.5 0.1 0.03 6 1 600 0 0 0.5 85.775 0.858 0.858 0.858 
0.5 0.1 0.03 6 1 600 0.1 0 0.5 85.775 0.858 0.858 0.858 
0.5 0 0.03 6 1 600 0 0 0.5 85.750 0.858 0.858 0.857 
0.5 0.1 0.03 6 1 800 0.1 0 0.2 85.745 0.858 0.857 0.857 
0.5 0 0.03 6 2 800 0 1 0.5 85.725 0.857 0.857 0.857 
0.5 0 0.03 6 2 800 0.1 1 0.5 85.725 0.857 0.857 0.857 
0.5 0 0.05 6 1 600 0 1 0.2 85.725 0.857 0.857 0.857 
0.5 0 0.05 6 1 800 0.1 0 0.1 85.725 0.858 0.857 0.857 
0.5 0.1 0.05 5 2 800 0.1 0 0.5 85.725 0.857 0.857 0.857 
0.5 0.1 0.05 6 2 800 0.1 1 0.2 85.725 0.857 0.857 0.857 

 



51 
 

 
 

ตารางที่ 4-6  (ต่อ)  
Parameter Performance 
colsamp gamma learning maxdep minchil N_esti alpha lambda subsam Acc(%) Pre Rec F1 

0.5 0 0.05 6 5 600 0 0 0.5 85.705 0.857 0.857 0.857 
0.5 0.1 0.05 6 1 600 0 1 0.2 85.700 0.857 0.857 0.857 
0.5 0.1 0.05 6 5 600 0 0 0.5 85.700 0.857 0.857 0.857 
0.5 0 0.05 6 5 600 0.1 0 0.5 85.695 0.857 0.857 0.857 
0.5 0.1 0.03 6 2 800 0.1 1 0.5 85.685 0.857 0.857 0.857 
0.5 0.1 0.03 6 1 800 0 0 0.2 85.675 0.857 0.857 0.857 
0.5 0 0.03 6 1 800 0.1 0 0.2 85.655 0.857 0.857 0.857 
0.5 0 0.05 5 2 800 0.1 0 0.5 85.625 0.856 0.856 0.856 
0.5 0.1 0.03 6 2 800 0 1 0.5 85.620 0.856 0.856 0.856 
0.5 0.1 0.05 6 5 600 0.1 0 0.5 85.605 0.856 0.856 0.856 
0.5 0.1 0.05 6 1 800 0 0 0.1 85.575 0.856 0.856 0.856 
0.5 0.1 0.05 5 1 800 0 1 0.5 85.565 0.856 0.856 0.856 
0.5 0 0.03 6 1 600 0.1 0 0.5 85.560 0.856 0.856 0.856 
0.5 0 0.05 5 1 800 0.1 1 0.5 85.555 0.856 0.856 0.856 
0.5 0.1 0.05 5 2 800 0 0 0.5 85.525 0.855 0.855 0.855 
0.5 0 0.05 5 1 800 0 1 0.5 85.495 0.855 0.855 0.855 
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ตารางที่ 4-6  (ต่อ)  
Parameter Performance 
colsamp gamma learning maxdep minchil N_esti alpha lambda subsam Acc(%) Pre Rec F1 

0.5 0.1 0.05 6 2 600 0 0 0.2 85.455 0.855 0.855 0.855 
0.5 0 0.05 6 1 800 0 0 0.1 85.425 0.855 0.854 0.854 
0.5 0.1 0.05 5 1 800 0.1 1 0.5 85.425 0.854 0.854 0.854 
0.5 0.1 0.05 6 2 400 0 0 0.5 85.425 0.854 0.854 0.854 
0.5 0.1 0.05 6 1 600 0.1 1 0.2 85.405 0.854 0.854 0.854 
0.5 0.1 0.05 6 5 600 0 1 0.5 85.380 0.854 0.854 0.854 
0.5 0 0.05 6 2 400 0.1 0 0.5 85.360 0.854 0.854 0.854 
0.5 0 0.05 6 1 600 0.1 1 0.2 85.335 0.854 0.853 0.853 
0.5 0.1 0.05 6 5 600 0.1 1 0.5 85.335 0.853 0.853 0.853 
0.5 0 0.05 6 5 600 0 1 0.5 85.325 0.853 0.853 0.853 
0.5 0 0.05 6 5 600 0.1 1 0.5 85.305 0.853 0.853 0.853 
0.5 0 0.05 6 2 600 0.1 0 0.2 85.300 0.853 0.853 0.853 
0.5 0.1 0.05 6 2 600 0.1 0 0.2 85.290 0.853 0.853 0.853 
0.5 0 0.05 6 1 400 0 1 0.5 85.280 0.853 0.853 0.853 
0.5 0 0.05 6 1 400 0.1 1 0.5 85.270 0.853 0.853 0.853 
0.5 0 0.05 6 2 600 0 0 0.2 85.260 0.853 0.853 0.853 
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ตารางที่ 4-6  (ต่อ)  
Parameter Performance 
colsamp gamma learning maxdep minchil N_esti alpha lambda subsam Acc(%) Pre Rec F1 

0.5 0.1 0.05 5 2 800 0 1 0.5 85.235 0.852 0.852 0.852 
0.5 0.1 0.05 6 1 800 0.1 0 0.1 85.235 0.853 0.852 0.852 
0.5 0.1 0.05 6 2 400 0.1 0 0.5 85.235 0.852 0.852 0.852 
0.5 0.1 0.05 6 1 400 0 1 0.5 85.195 0.852 0.852 0.852 
0.5 0 0.05 6 2 400 0 0 0.5 85.160 0.852 0.852 0.852 
0.5 0.1 0.05 6 1 400 0.1 1 0.5 85.145 0.852 0.851 0.851 
0.5 0 0.05 5 2 800 0.1 1 0.5 85.115 0.851 0.851 0.851 
0.5 0.1 0.05 5 2 800 0.1 1 0.5 85.075 0.851 0.851 0.851 
0.5 0 0.05 5 2 800 0 1 0.5 85.030 0.850 0.850 0.850 
0.5 0.1 0.03 6 2 600 0 0 0.5 84.980 0.850 0.850 0.850 
0.5 0 0.03 6 2 600 0.1 0 0.5 84.965 0.850 0.850 0.850 
0.5 0 0.03 6 2 600 0 0 0.5 84.960 0.850 0.850 0.850 
0.5 0 0.05 5 1 600 0.1 0 0.5 84.915 0.849 0.849 0.849 
0.5 0.1 0.03 6 1 600 0 1 0.5 84.915 0.849 0.849 0.849 
0.5 0.1 0.05 5 1 600 0 0 0.5 84.910 0.849 0.849 0.849 
0.5 0.1 0.05 5 1 600 0.1 0 0.5 84.905 0.849 0.849 0.849 
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ตารางที่ 4-6  (ต่อ)  
Parameter Performance 
colsamp gamma learning maxdep minchil N_esti alpha lambda subsam Acc(%) Pre Rec F1 

0.5 0 0.05 6 2 400 0.1 1 0.5 84.900 0.849 0.849 0.849 
0.5 0 0.03 6 5 800 0.1 0 0.5 84.895 0.849 0.849 0.849 
0.5 0 0.03 6 1 600 0 1 0.5 84.885 0.849 0.849 0.849 
0.5 0.1 0.03 6 5 800 0.1 0 0.5 84.880 0.849 0.849 0.849 
0.5 0.1 0.03 6 2 600 0.1 0 0.5 84.850 0.849 0.849 0.848 
0.5 0 0.05 6 2 600 0.1 1 0.2 84.845 0.849 0.848 0.848 
0.5 0 0.03 6 1 600 0.1 1 0.5 84.820 0.848 0.848 0.848 
0.5 0.1 0.03 6 1 600 0.1 1 0.5 84.820 0.848 0.848 0.848 
0.5 0.1 0.05 6 1 800 0 1 0.1 84.805 0.848 0.848 0.848 
0.5 0 0.03 6 5 800 0 0 0.5 84.785 0.848 0.848 0.848 
0.5 0 0.05 6 2 400 0 1 0.5 84.765 0.848 0.848 0.848 
0.5 0.1 0.05 5 1 800 0.1 0 0.2 84.755 0.848 0.848 0.848 
0.5 0 0.05 5 1 800 0.1 0 0.2 84.750 0.848 0.848 0.847 
0.5 0 0.05 6 2 600 0 1 0.2 84.745 0.848 0.847 0.847 
0.5 0 0.05 5 1 800 0 0 0.2 84.740 0.848 0.847 0.847 
0.5 0.1 0.05 6 2 400 0 1 0.5 84.715 0.847 0.847 0.847 
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ตารางที่ 4-6  (ต่อ)  
Parameter Performance 
colsamp gamma learning maxdep minchil N_esti alpha lambda subsam Acc(%) Pre Rec F1 

0.5 0.1 0.05 6 2 400 0.1 1 0.5 84.715 0.847 0.847 0.847 
0.5 0 0.05 5 1 600 0 0 0.5 84.700 0.847 0.847 0.847 
0.5 0.1 0.05 5 1 800 0 0 0.2 84.690 0.847 0.847 0.847 
0.5 0.1 0.03 6 5 800 0 0 0.5 84.685 0.847 0.847 0.847 
0.5 0.1 0.03 6 1 800 0.1 1 0.2 84.655 0.847 0.847 0.847 
0.5 0 0.03 6 1 800 0.1 1 0.2 84.645 0.847 0.846 0.846 
0.5 0 0.03 6 2 800 0 0 0.2 84.615 0.846 0.846 0.846 
0.5 0 0.05 6 1 800 0 1 0.1 84.615 0.846 0.846 0.846 
0.5 0.1 0.05 6 1 600 0 0 0.1 84.615 0.846 0.846 0.846 
0.5 0 0.03 6 1 800 0 1 0.2 84.600 0.846 0.846 0.846 
0.5 0.1 0.03 6 5 800 0 1 0.5 84.585 0.846 0.846 0.846 
0.5 0 0.03 6 5 800 0 1 0.5 84.575 0.846 0.846 0.846 
0.5 0 0.05 5 5 800 0 0 0.5 84.570 0.846 0.846 0.846 
0.5 0 0.03 6 2 800 0.1 0 0.2 84.560 0.846 0.846 0.846 
0.5 0 0.05 5 5 800 0.1 0 0.5 84.535 0.845 0.845 0.845 
0.5 0.1 0.03 6 1 800 0 1 0.2 84.535 0.845 0.845 0.845 
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ตารางที่ 4-6  (ต่อ)  
Parameter Performance 
colsamp gamma learning maxdep minchil N_esti alpha lambda subsam Acc(%) Pre Rec F1 

0.5 0.1 0.05 6 2 600 0 1 0.2 84.530 0.845 0.845 0.845 
0.5 0 0.05 6 1 400 0 0 0.2 84.525 0.845 0.845 0.845 
0.5 0 0.05 6 1 800 0.1 1 0.1 84.520 0.845 0.845 0.845 
0.5 0.1 0.03 6 2 800 0.1 0 0.2 84.500 0.845 0.845 0.845 
0.5 0.1 0.05 5 2 600 0.1 0 0.5 84.485 0.845 0.845 0.845 
0.5 0.1 0.05 5 5 800 0 0 0.5 84.485 0.845 0.845 0.845 
0.5 0.1 0.03 6 2 800 0 0 0.2 84.480 0.845 0.845 0.845 
0.5 0.1 0.05 6 2 600 0.1 1 0.2 84.470 0.845 0.845 0.845 
0.5 0.1 0.03 6 5 800 0.1 1 0.5 84.460 0.845 0.845 0.845 
0.5 0 0.03 6 5 800 0.1 1 0.5 84.440 0.844 0.844 0.844 
0.5 0 0.03 6 2 600 0 1 0.5 84.430 0.844 0.844 0.844 
0.5 0 0.05 5 2 600 0 0 0.5 84.430 0.844 0.844 0.844 
0.5 0.1 0.05 6 1 400 0 0 0.2 84.430 0.844 0.844 0.844 
0.5 0.1 0.05 5 5 800 0.1 0 0.5 84.425 0.844 0.844 0.844 
0.5 0.1 0.03 6 2 600 0 1 0.5 84.400 0.844 0.844 0.844 
0.5 0.1 0.05 6 1 800 0.1 1 0.1 84.395 0.844 0.844 0.844 
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ตารางที่ 4-6  (ต่อ)  
Parameter Performance 
colsamp gamma learning maxdep minchil N_esti alpha lambda subsam Acc(%) Pre Rec F1 

0.5 0 0.03 6 1 600 0 0 0.2 84.380 0.844 0.844 0.844 
0.5 0.1 0.03 6 1 600 0 0 0.2 84.365 0.844 0.844 0.844 
0.5 0.1 0.05 6 1 400 0.1 0 0.2 84.360 0.844 0.844 0.844 
0.5 0.1 0.03 6 1 600 0.1 0 0.2 84.355 0.844 0.844 0.844 
0.5 0.1 0.05 5 2 600 0 0 0.5 84.355 0.844 0.844 0.844 
0.5 0.1 0.05 5 1 800 0.1 1 0.2 84.340 0.844 0.843 0.843 
0.5 0 0.03 6 1 600 0.1 0 0.2 84.320 0.843 0.843 0.843 
0.5 0 0.05 6 1 600 0.1 0 0.1 84.315 0.843 0.843 0.843 
0.5 0 0.05 6 1 400 0.1 0 0.2 84.305 0.843 0.843 0.843 
0.5 0.1 0.05 6 1 600 0.1 0 0.1 84.300 0.843 0.843 0.843 
0.5 0.1 0.05 5 2 800 0 0 0.2 84.295 0.843 0.843 0.843 
0.5 0.1 0.03 6 2 600 0.1 1 0.5 84.290 0.843 0.843 0.843 
0.5 0.1 0.05 5 1 600 0 1 0.5 84.265 0.843 0.843 0.843 
0.5 0 0.05 5 2 600 0.1 0 0.5 84.255 0.843 0.843 0.843 
0.5 0 0.05 6 1 600 0 0 0.1 84.240 0.843 0.842 0.842 
0.5 0 0.05 5 1 800 0.1 1 0.2 84.235 0.842 0.842 0.842 
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ตารางที่ 4-6  (ต่อ)  
Parameter Performance 
colsamp gamma learning maxdep minchil N_esti alpha lambda subsam Acc(%) Pre Rec F1 

0.5 0.1 0.05 5 2 800 0.1 0 0.2 84.230 0.842 0.842 0.842 
0.5 0 0.03 6 2 600 0.1 1 0.5 84.215 0.842 0.842 0.842 
0.5 0 0.05 5 1 800 0 1 0.2 84.190 0.842 0.842 0.842 
0.5 0 0.05 5 5 800 0 1 0.5 84.190 0.842 0.842 0.842 
0.5 0 0.05 5 1 600 0.1 1 0.5 84.180 0.842 0.842 0.842 
0.5 0 0.05 5 1 600 0 1 0.5 84.145 0.842 0.841 0.841 
0.5 0 0.05 6 5 800 0 0 0.2 84.135 0.841 0.841 0.841 
0.5 0.1 0.05 5 5 800 0 1 0.5 84.120 0.841 0.841 0.841 
0.5 0 0.05 5 5 800 0.1 1 0.5 84.085 0.841 0.841 0.841 
0.5 0 0.05 6 2 800 0.1 0 0.1 84.075 0.841 0.841 0.841 
0.5 0.1 0.05 5 1 600 0.1 1 0.5 84.075 0.841 0.841 0.841 
0.5 0.1 0.05 5 5 800 0.1 1 0.5 84.065 0.841 0.841 0.841 
0.5 0 0.05 6 5 800 0.1 0 0.2 84.060 0.841 0.841 0.841 
0.5 0.1 0.05 6 5 800 0 0 0.2 84.055 0.841 0.841 0.841 
0.5 0 0.05 6 2 800 0 0 0.1 84.050 0.841 0.841 0.840 
0.5 0.1 0.05 6 2 800 0 0 0.1 84.050 0.841 0.841 0.840 
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ตารางที่ 4-6  (ต่อ)  
Parameter Performance 
colsamp gamma learning maxdep minchil N_esti alpha lambda subsam Acc(%) Pre Rec F1 

0.5 0.1 0.05 6 5 800 0.1 0 0.2 84.050 0.841 0.841 0.840 
0.5 0 0.05 5 2 800 0 0 0.2 84.040 0.840 0.840 0.840 
0.5 0 0.05 5 2 800 0.1 0 0.2 84.035 0.840 0.840 0.840 
0.5 0 0.05 6 5 800 0 1 0.2 84.030 0.840 0.840 0.840 
0.5 0 0.05 5 2 600 0.1 1 0.5 84.015 0.840 0.840 0.840 
0.5 0.1 0.05 6 5 400 0 0 0.5 83.980 0.840 0.840 0.840 
0.5 0.1 0.05 6 5 400 0.1 0 0.5 83.980 0.840 0.840 0.840 
0.5 0.1 0.03 5 1 800 0 0 0.5 83.945 0.840 0.839 0.839 
0.5 0.1 0.03 6 2 800 0.1 1 0.2 83.935 0.839 0.839 0.839 
0.5 0.1 0.05 5 1 800 0 1 0.2 83.935 0.839 0.839 0.839 
0.5 0.1 0.03 6 1 800 0 0 0.1 83.930 0.839 0.839 0.839 
0.5 0 0.03 6 2 800 0 1 0.2 83.925 0.839 0.839 0.839 
0.5 0.1 0.05 6 2 800 0.1 0 0.1 83.920 0.839 0.839 0.839 
0.5 0.1 0.05 6 5 800 0 1 0.2 83.900 0.839 0.839 0.839 
0.5 0 0.03 6 1 800 0 0 0.1 83.890 0.839 0.839 0.839 
0.5 0 0.05 6 5 400 0.1 0 0.5 83.885 0.839 0.839 0.839 
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ตารางที่ 4-6  (ต่อ)  
Parameter Performance 
colsamp gamma learning maxdep minchil N_esti alpha lambda subsam Acc(%) Pre Rec F1 

0.5 0.1 0.05 6 5 800 0.1 1 0.2 83.865 0.839 0.839 0.839 
0.5 0 0.03 5 1 800 0.1 0 0.5 83.850 0.839 0.839 0.838 
0.5 0 0.03 5 1 800 0 0 0.5 83.845 0.838 0.838 0.838 
0.5 0 0.03 6 1 800 0.1 0 0.1 83.845 0.839 0.838 0.838 
0.5 0 0.03 6 2 800 0.1 1 0.2 83.845 0.839 0.838 0.838 
0.5 0 0.05 6 5 400 0 0 0.5 83.845 0.839 0.838 0.838 
0.5 0.1 0.05 5 2 600 0 1 0.5 83.845 0.839 0.838 0.838 
0.5 0.1 0.03 6 2 800 0 1 0.2 83.810 0.838 0.838 0.838 
0.5 0.1 0.05 5 2 600 0.1 1 0.5 83.790 0.838 0.838 0.838 
0.5 0.1 0.03 5 1 800 0.1 0 0.5 83.780 0.838 0.838 0.838 
0.5 0 0.05 6 5 800 0.1 1 0.2 83.775 0.838 0.838 0.838 
0.5 0.1 0.03 6 1 800 0.1 0 0.1 83.775 0.838 0.838 0.838 
0.5 0.1 0.05 6 5 400 0 1 0.5 83.775 0.838 0.838 0.838 
0.5 0 0.03 6 5 600 0.1 0 0.5 83.770 0.838 0.838 0.838 
0.5 0 0.05 5 2 600 0 1 0.5 83.735 0.837 0.837 0.837 
0.5 0.1 0.05 5 2 800 0 1 0.2 83.725 0.837 0.837 0.837 
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ตารางที่ 4-6  (ต่อ)  
Parameter Performance 
colsamp gamma learning maxdep minchil N_esti alpha lambda subsam Acc(%) Pre Rec F1 

0.5 0.1 0.03 6 1 400 0 0 0.5 83.710 0.837 0.837 0.837 
0.5 0 0.03 6 1 400 0 0 0.5 83.680 0.837 0.837 0.837 
0.5 0.1 0.05 6 2 400 0 0 0.2 83.680 0.837 0.837 0.837 
0.5 0.1 0.03 6 5 600 0.1 0 0.5 83.675 0.837 0.837 0.837 
0.5 0 0.05 6 1 400 0 1 0.2 83.670 0.837 0.837 0.837 
0.5 0.1 0.05 5 1 600 0.1 0 0.2 83.670 0.837 0.837 0.837 
0.5 0 0.05 6 5 400 0.1 1 0.5 83.650 0.837 0.837 0.836 
0.5 0.1 0.05 6 2 800 0 1 0.1 83.630 0.836 0.836 0.836 
0.5 0.1 0.05 6 5 400 0.1 1 0.5 83.625 0.836 0.836 0.836 
0.5 0 0.05 5 2 800 0 1 0.2 83.620 0.836 0.836 0.836 
0.5 0.1 0.03 6 1 400 0.1 0 0.5 83.620 0.836 0.836 0.836 
0.5 0.1 0.05 5 1 600 0 0 0.2 83.580 0.836 0.836 0.836 
0.5 0 0.05 5 1 600 0.1 0 0.2 83.575 0.836 0.836 0.836 
0.5 0 0.05 6 2 400 0 0 0.2 83.555 0.836 0.836 0.836 
0.5 0 0.03 6 1 400 0.1 0 0.5 83.550 0.836 0.836 0.835 
0.5 0.1 0.03 6 5 600 0 0 0.5 83.545 0.836 0.835 0.835 
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ตารางที่ 4-6  (ต่อ)  
Parameter Performance 
colsamp gamma learning maxdep minchil N_esti alpha lambda subsam Acc(%) Pre Rec F1 

0.5 0 0.05 6 1 600 0 1 0.1 83.540 0.835 0.835 0.835 
0.5 0.1 0.05 5 2 800 0.1 1 0.2 83.525 0.835 0.835 0.835 
0.5 0.1 0.05 6 1 400 0.1 1 0.2 83.525 0.835 0.835 0.835 
0.5 0 0.05 6 2 400 0.1 0 0.2 83.520 0.835 0.835 0.835 
0.5 0 0.05 6 5 400 0 1 0.5 83.515 0.835 0.835 0.835 
0.5 0 0.03 5 2 800 0 0 0.5 83.510 0.835 0.835 0.835 
0.5 0 0.05 5 1 600 0 0 0.2 83.510 0.835 0.835 0.835 
0.5 0.1 0.05 6 1 400 0 1 0.2 83.510 0.835 0.835 0.835 
0.5 0 0.03 6 5 600 0 0 0.5 83.480 0.835 0.835 0.835 
0.5 0.1 0.05 6 1 600 0 1 0.1 83.480 0.835 0.835 0.835 
0.5 0 0.05 6 2 800 0 1 0.1 83.475 0.835 0.835 0.835 
0.5 0.1 0.05 5 1 800 0 0 0.1 83.470 0.835 0.835 0.835 
0.5 0 0.03 5 2 800 0.1 0 0.5 83.465 0.835 0.835 0.835 
0.5 0 0.05 5 2 800 0.1 1 0.2 83.465 0.835 0.835 0.835 
0.5 0.1 0.03 5 2 800 0 0 0.5 83.465 0.835 0.835 0.835 
0.5 0 0.05 6 1 400 0.1 1 0.2 83.440 0.834 0.834 0.834 
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ตารางที่ 4-6  (ต่อ)  
Parameter Performance 
colsamp gamma learning maxdep minchil N_esti alpha lambda subsam Acc(%) Pre Rec F1 

0.5 0 0.03 6 1 600 0 1 0.2 83.415 0.834 0.834 0.834 
0.5 0 0.03 6 5 600 0 1 0.5 83.400 0.834 0.834 0.834 
0.5 0.1 0.03 5 2 800 0.1 0 0.5 83.400 0.834 0.834 0.834 
0.5 0.1 0.03 6 1 600 0.1 1 0.2 83.400 0.834 0.834 0.834 
0.5 0 0.05 5 1 800 0.1 0 0.1 83.385 0.834 0.834 0.834 
0.5 0 0.05 6 2 800 0.1 1 0.1 83.380 0.834 0.834 0.834 
0.5 0 0.03 6 1 600 0.1 1 0.2 83.375 0.834 0.834 0.834 
0.5 0 0.03 6 2 600 0 0 0.2 83.370 0.834 0.834 0.834 
0.5 0.1 0.05 6 2 400 0.1 0 0.2 83.365 0.834 0.834 0.834 
0.5 0 0.05 5 5 600 0.1 0 0.5 83.355 0.834 0.834 0.834 
0.5 0 0.05 5 1 400 0.1 0 0.5 83.350 0.834 0.834 0.833 
0.5 0.1 0.03 6 5 600 0 1 0.5 83.345 0.834 0.833 0.833 
0.5 0.1 0.05 5 5 600 0 0 0.5 83.335 0.833 0.833 0.833 
0.5 0.1 0.03 6 2 600 0 0 0.2 83.330 0.833 0.833 0.833 
0.5 0.1 0.03 6 5 600 0.1 1 0.5 83.330 0.833 0.833 0.833 
0.5 0 0.05 5 5 600 0 0 0.5 83.315 0.833 0.833 0.833 
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ตารางที่ 4-6  (ต่อ)  
Parameter Performance 
colsamp gamma learning maxdep minchil N_esti alpha lambda subsam Acc(%) Pre Rec F1 

0.5 0.1 0.03 6 2 600 0.1 0 0.2 83.310 0.833 0.833 0.833 
0.5 0.1 0.05 6 2 800 0.1 1 0.1 83.310 0.833 0.833 0.833 
0.5 0 0.05 5 1 800 0 0 0.1 83.300 0.833 0.833 0.833 
0.5 0.1 0.03 6 1 600 0 1 0.2 83.300 0.833 0.833 0.833 
0.5 0 0.03 6 5 600 0.1 1 0.5 83.295 0.833 0.833 0.833 
0.5 0.1 0.03 5 1 800 0 1 0.5 83.285 0.833 0.833 0.833 
0.5 0 0.03 6 2 600 0.1 0 0.2 83.280 0.833 0.833 0.833 
0.5 0 0.03 6 1 800 0 1 0.1 83.270 0.833 0.833 0.833 
0.5 0 0.03 5 1 800 0 1 0.5 83.240 0.832 0.832 0.832 
0.5 0 0.05 6 1 600 0.1 1 0.1 83.235 0.832 0.832 0.832 
0.5 0.1 0.05 6 5 600 0 0 0.2 83.230 0.832 0.832 0.832 
0.5 0.1 0.05 5 1 400 0 0 0.5 83.225 0.832 0.832 0.832 
0.5 0 0.03 6 2 400 0 0 0.5 83.215 0.832 0.832 0.832 
0.5 0.1 0.05 5 1 800 0.1 0 0.1 83.205 0.832 0.832 0.832 
0.5 0 0.05 5 5 600 0 1 0.5 83.195 0.832 0.832 0.832 
0.5 0.1 0.03 6 1 800 0 1 0.1 83.190 0.832 0.832 0.832 
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ตารางที่ 4-6  (ต่อ)  
Parameter Performance 
colsamp gamma learning maxdep minchil N_esti alpha lambda subsam Acc(%) Pre Rec F1 

0.5 0.1 0.05 5 5 600 0.1 0 0.5 83.190 0.832 0.832 0.832 
0.5 0 0.05 5 1 400 0 0 0.5 83.165 0.832 0.832 0.832 
0.5 0 0.05 6 5 600 0 0 0.2 83.160 0.832 0.832 0.832 
0.5 0 0.03 5 1 800 0.1 1 0.5 83.155 0.832 0.832 0.832 
0.5 0.1 0.05 6 1 600 0.1 1 0.1 83.145 0.832 0.831 0.831 
0.5 0.1 0.05 5 1 400 0.1 0 0.5 83.135 0.831 0.831 0.831 
0.5 0.1 0.03 6 2 400 0.1 0 0.5 83.125 0.831 0.831 0.831 
0.5 0 0.03 6 2 400 0.1 0 0.5 83.115 0.831 0.831 0.831 
0.5 0.1 0.03 5 1 800 0.1 1 0.5 83.110 0.831 0.831 0.831 
0.5 0.1 0.03 5 2 800 0.1 1 0.5 83.080 0.831 0.831 0.831 
0.5 0.1 0.05 6 2 400 0.1 1 0.2 83.080 0.831 0.831 0.831 
0.5 0.1 0.03 6 2 400 0 0 0.5 83.070 0.831 0.831 0.831 
0.5 0.1 0.05 5 2 600 0.1 0 0.2 83.065 0.831 0.831 0.831 
0.5 0 0.03 5 2 800 0 1 0.5 83.055 0.831 0.831 0.831 
0.5 0 0.05 6 2 400 0 1 0.2 83.045 0.831 0.830 0.830 
0.5 0 0.05 6 5 600 0 1 0.2 83.010 0.830 0.830 0.830 
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ตารางที่ 4-6  (ต่อ)  
Parameter Performance 
colsamp gamma learning maxdep minchil N_esti alpha lambda subsam Acc(%) Pre Rec F1 

0.5 0 0.03 5 2 800 0.1 1 0.5 83.005 0.830 0.830 0.830 
0.5 0 0.03 6 1 800 0.1 1 0.1 83.000 0.830 0.830 0.830 
0.5 0.1 0.03 6 1 400 0 1 0.5 83.000 0.830 0.830 0.830 
0.5 0.1 0.05 5 5 600 0.1 1 0.5 83.000 0.830 0.830 0.830 
0.5 0 0.05 5 5 600 0.1 1 0.5 82.995 0.830 0.830 0.830 
0.5 0 0.05 5 1 600 0 1 0.2 82.990 0.830 0.830 0.830 
0.5 0 0.05 5 2 600 0 0 0.2 82.990 0.830 0.830 0.830 
0.5 0.1 0.05 5 5 600 0 1 0.5 82.990 0.830 0.830 0.830 
0.5 0 0.05 6 5 600 0.1 0 0.2 82.985 0.830 0.830 0.830 
0.5 0.1 0.03 5 2 800 0 1 0.5 82.980 0.830 0.830 0.830 
0.5 0 0.03 6 1 400 0 1 0.5 82.970 0.830 0.830 0.830 
0.5 0 0.05 6 2 600 0.1 0 0.1 82.970 0.830 0.830 0.830 
0.5 0.1 0.05 6 2 600 0.1 0 0.1 82.965 0.830 0.830 0.830 
0.5 0 0.05 6 2 400 0.1 1 0.2 82.960 0.830 0.830 0.830 
0.5 0.1 0.03 6 1 400 0.1 1 0.5 82.960 0.830 0.830 0.830 
0.5 0 0.03 6 1 400 0.1 1 0.5 82.950 0.830 0.830 0.829 
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ตารางที่ 4-6  (ต่อ)  
Parameter Performance 
colsamp gamma learning maxdep minchil N_esti alpha lambda subsam Acc(%) Pre Rec F1 

0.5 0 0.05 5 1 600 0.1 1 0.2 82.925 0.829 0.829 0.829 
0.5 0 0.05 5 2 400 0.1 0 0.5 82.920 0.829 0.829 0.829 
0.5 0.1 0.03 6 1 800 0.1 1 0.1 82.920 0.829 0.829 0.829 
0.5 0 0.03 5 1 800 0.1 0 0.2 82.915 0.829 0.829 0.829 
0.5 0.1 0.05 5 1 600 0 1 0.2 82.915 0.829 0.829 0.829 
0.5 0 0.03 6 2 600 0.1 1 0.2 82.910 0.829 0.829 0.829 
0.5 0 0.05 6 1 400 0 0 0.1 82.895 0.829 0.829 0.829 
0.5 0 0.03 5 1 800 0 0 0.2 82.890 0.829 0.829 0.829 
0.5 0 0.05 5 1 800 0 1 0.1 82.890 0.829 0.829 0.829 
0.5 0.1 0.05 6 2 400 0 1 0.2 82.890 0.829 0.829 0.829 
0.5 0.1 0.05 5 1 600 0.1 1 0.2 82.880 0.829 0.829 0.829 
0.5 0.1 0.05 6 5 600 0.1 0 0.2 82.880 0.829 0.829 0.829 
0.5 0.1 0.03 6 1 600 0 0 0.1 82.870 0.829 0.829 0.829 
0.5 0 0.05 6 1 200 0 0 0.5 82.855 0.829 0.829 0.829 
0.5 0 0.05 6 2 600 0 0 0.1 82.840 0.829 0.828 0.828 
0.5 0.1 0.05 5 2 600 0 0 0.2 82.835 0.828 0.828 0.828 
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ตารางที่ 4-6  (ต่อ)  
Parameter Performance 
colsamp gamma learning maxdep minchil N_esti alpha lambda subsam Acc(%) Pre Rec F1 

0.5 0.1 0.03 6 2 800 0 0 0.1 82.830 0.828 0.828 0.828 
0.5 0 0.05 5 2 400 0 0 0.5 82.825 0.828 0.828 0.828 
0.5 0.1 0.03 6 2 600 0 1 0.2 82.825 0.828 0.828 0.828 
0.5 0 0.05 6 5 600 0.1 1 0.2 82.820 0.828 0.828 0.828 
0.5 0.1 0.05 5 2 400 0.1 0 0.5 82.815 0.828 0.828 0.828 
0.5 0.1 0.05 6 5 600 0 1 0.2 82.815 0.828 0.828 0.828 
0.5 0.1 0.05 6 1 200 0.1 0 0.5 82.810 0.828 0.828 0.828 
0.5 0.1 0.05 5 1 800 0.1 1 0.1 82.795 0.828 0.828 0.828 
0.5 0 0.05 5 2 600 0.1 0 0.2 82.790 0.828 0.828 0.828 
0.5 0.1 0.05 5 2 400 0 0 0.5 82.790 0.828 0.828 0.828 
0.5 0 0.03 6 2 400 0 1 0.5 82.780 0.828 0.828 0.828 
0.5 0.1 0.05 6 1 400 0 0 0.1 82.780 0.828 0.828 0.828 
0.5 0.1 0.03 6 2 400 0 1 0.5 82.770 0.828 0.828 0.828 
0.5 0 0.05 5 2 800 0.1 0 0.1 82.750 0.828 0.828 0.827 
0.5 0.1 0.05 6 2 600 0 0 0.1 82.745 0.828 0.827 0.827 
0.5 0.1 0.03 6 2 800 0.1 0 0.1 82.735 0.827 0.827 0.827 
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ตารางที่ 4-6  (ต่อ)  
Parameter Performance 
colsamp gamma learning maxdep minchil N_esti alpha lambda subsam Acc(%) Pre Rec F1 

0.5 0.1 0.03 6 2 600 0.1 1 0.2 82.725 0.827 0.827 0.827 
0.5 0 0.03 6 2 600 0 1 0.2 82.700 0.827 0.827 0.827 
0.5 0 0.05 5 1 800 0.1 1 0.1 82.700 0.827 0.827 0.827 
0.5 0.1 0.05 6 5 600 0.1 1 0.2 82.700 0.827 0.827 0.827 
0.5 0 0.03 6 2 400 0.1 1 0.5 82.695 0.827 0.827 0.827 
0.5 0.1 0.05 5 1 800 0 1 0.1 82.690 0.827 0.827 0.827 
0.5 0 0.03 5 5 800 0 0 0.5 82.685 0.827 0.827 0.827 
0.5 0.1 0.03 5 1 800 0.1 0 0.2 82.685 0.827 0.827 0.827 
0.5 0 0.05 6 1 400 0.1 0 0.1 82.680 0.827 0.827 0.827 
0.5 0 0.03 5 5 800 0.1 0 0.5 82.670 0.827 0.827 0.827 
0.5 0.1 0.03 6 1 400 0.1 0 0.2 82.670 0.827 0.827 0.827 
0.5 0.1 0.03 6 1 600 0.1 0 0.1 82.660 0.827 0.827 0.827 
0.5 0.1 0.05 4 1 800 0 0 0.5 82.660 0.827 0.827 0.827 
0.5 0.1 0.05 6 1 200 0 0 0.5 82.660 0.827 0.827 0.827 
0.5 0.1 0.05 5 2 800 0.1 0 0.1 82.655 0.827 0.827 0.827 
0.5 0.1 0.03 5 1 800 0 0 0.2 82.650 0.827 0.827 0.826 
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ตารางที่ 4-6  (ต่อ)  
Parameter Performance 
colsamp gamma learning maxdep minchil N_esti alpha lambda subsam Acc(%) Pre Rec F1 

0.5 0 0.03 6 2 800 0 0 0.1 82.640 0.826 0.826 0.826 
0.5 0 0.05 4 1 800 0 0 0.5 82.635 0.826 0.826 0.826 
0.5 0.1 0.05 6 1 400 0.1 0 0.1 82.635 0.826 0.826 0.826 
0.5 0 0.03 6 1 600 0.1 0 0.1 82.625 0.826 0.826 0.826 
0.5 0 0.05 4 1 800 0.1 0 0.5 82.625 0.826 0.826 0.826 
0.5 0 0.05 6 1 200 0.1 0 0.5 82.615 0.826 0.826 0.826 
0.5 0 0.03 6 1 400 0 0 0.2 82.610 0.826 0.826 0.826 
0.5 0.1 0.05 5 1 400 0 1 0.5 82.610 0.826 0.826 0.826 
0.5 0 0.03 6 1 600 0 0 0.1 82.605 0.826 0.826 0.826 
0.5 0 0.03 6 1 400 0.1 0 0.2 82.600 0.826 0.826 0.826 
0.5 0 0.03 6 2 800 0.1 0 0.1 82.595 0.826 0.826 0.826 
0.5 0.1 0.05 4 1 800 0.1 0 0.5 82.595 0.826 0.826 0.826 
0.5 0 0.03 5 1 600 0.1 0 0.5 82.590 0.826 0.826 0.826 
0.5 0 0.03 6 5 800 0.1 0 0.2 82.575 0.826 0.826 0.826 
0.5 0.1 0.03 6 1 400 0 0 0.2 82.560 0.826 0.826 0.826 
0.5 0.1 0.03 6 2 400 0.1 1 0.5 82.560 0.826 0.826 0.826 
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ตารางที่ 4-6  (ต่อ)  
Parameter Performance 
colsamp gamma learning maxdep minchil N_esti alpha lambda subsam Acc(%) Pre Rec F1 

0.5 0.1 0.03 5 5 800 0.1 0 0.5 82.555 0.826 0.826 0.826 
0.5 0.1 0.03 5 5 800 0 0 0.5 82.545 0.826 0.825 0.825 
0.5 0 0.05 5 2 600 0.1 1 0.2 82.540 0.825 0.825 0.825 
0.5 0 0.03 6 5 800 0 0 0.2 82.530 0.825 0.825 0.825 
0.5 0 0.03 5 1 600 0 0 0.5 82.525 0.825 0.825 0.825 
0.5 0 0.05 5 1 400 0 1 0.5 82.525 0.825 0.825 0.825 
0.5 0.1 0.03 6 5 800 0.1 0 0.2 82.515 0.825 0.825 0.825 
0.5 0 0.05 5 1 400 0.1 1 0.5 82.510 0.825 0.825 0.825 
0.5 0.1 0.05 5 5 800 0.1 0 0.2 82.510 0.825 0.825 0.825 
0.5 0 0.05 5 5 800 0.1 0 0.2 82.500 0.825 0.825 0.825 
0.5 0.1 0.05 5 2 600 0.1 1 0.2 82.500 0.825 0.825 0.825 
0.5 0.1 0.05 6 2 600 0 1 0.1 82.485 0.825 0.825 0.825 
0.5 0 0.05 5 5 800 0 0 0.2 82.455 0.825 0.825 0.825 
0.5 0 0.05 5 2 800 0 0 0.1 82.450 0.825 0.825 0.824 
0.5 0 0.05 6 2 600 0 1 0.1 82.450 0.825 0.825 0.824 
0.5 0.1 0.05 6 2 600 0.1 1 0.1 82.450 0.825 0.825 0.824 
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ตารางที่ 4-6  (ต่อ)  
Parameter Performance 
colsamp gamma learning maxdep minchil N_esti alpha lambda subsam Acc(%) Pre Rec F1 

0.5 0.1 0.05 5 2 800 0 0 0.1 82.440 0.824 0.824 0.824 
0.5 0 0.05 4 2 800 0.1 0 0.5 82.435 0.825 0.824 0.824 
0.5 0.1 0.03 5 1 600 0 0 0.5 82.435 0.824 0.824 0.824 
0.5 0.1 0.05 4 2 800 0.1 0 0.5 82.435 0.825 0.824 0.824 
0.5 0.1 0.03 5 1 600 0.1 0 0.5 82.425 0.824 0.824 0.824 
0.5 0 0.03 6 5 800 0 1 0.2 82.420 0.824 0.824 0.824 
0.5 0 0.03 5 1 800 0 1 0.2 82.405 0.824 0.824 0.824 
0.5 0.1 0.03 6 5 800 0 0 0.2 82.405 0.824 0.824 0.824 
0.5 0 0.05 4 2 800 0 0 0.5 82.400 0.824 0.824 0.824 
0.5 0 0.05 6 2 600 0.1 1 0.1 82.385 0.824 0.824 0.824 
0.5 0.1 0.05 4 2 800 0 0 0.5 82.385 0.824 0.824 0.824 
0.5 0.1 0.05 5 1 600 0 0 0.1 82.370 0.824 0.824 0.824 
0.5 0 0.03 6 2 800 0 1 0.1 82.365 0.824 0.824 0.824 
0.5 0 0.05 5 1 600 0 0 0.1 82.365 0.824 0.824 0.824 
0.5 0.1 0.03 5 1 800 0 1 0.2 82.350 0.824 0.824 0.823 
0.5 0.1 0.05 5 1 400 0.1 1 0.5 82.350 0.824 0.824 0.823 
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ตารางที่ 4-6  (ต่อ)  
Parameter Performance 
colsamp gamma learning maxdep minchil N_esti alpha lambda subsam Acc(%) Pre Rec F1 

0.5 0.1 0.03 5 5 800 0 1 0.5 82.335 0.824 0.823 0.823 
0.5 0.1 0.05 5 1 600 0.1 0 0.1 82.330 0.823 0.823 0.823 
0.5 0.1 0.05 6 2 200 0 0 0.5 82.330 0.823 0.823 0.823 
0.5 0 0.05 5 2 400 0.1 1 0.5 82.325 0.823 0.823 0.823 
0.5 0.1 0.03 5 5 800 0.1 1 0.5 82.320 0.823 0.823 0.823 
0.5 0.1 0.03 6 5 800 0 1 0.2 82.320 0.823 0.823 0.823 
0.5 0 0.03 5 2 600 0 0 0.5 82.305 0.823 0.823 0.823 
0.5 0 0.03 5 2 800 0.1 0 0.2 82.300 0.823 0.823 0.823 
0.5 0.1 0.03 6 2 800 0 1 0.1 82.300 0.823 0.823 0.823 
0.5 0.1 0.05 5 2 600 0 1 0.2 82.295 0.823 0.823 0.823 
0.5 0 0.05 5 2 800 0.1 1 0.1 82.285 0.823 0.823 0.823 
0.5 0.1 0.03 5 2 800 0 0 0.2 82.285 0.823 0.823 0.823 
0.5 0.1 0.03 5 2 800 0.1 0 0.2 82.280 0.823 0.823 0.823 
0.5 0.1 0.03 5 1 800 0.1 1 0.2 82.270 0.823 0.823 0.823 
0.5 0.1 0.05 5 5 800 0 0 0.2 82.270 0.823 0.823 0.823 
0.5 0 0.03 5 1 800 0.1 1 0.2 82.265 0.823 0.823 0.823 
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ตารางที่ 4-6  (ต่อ)  
Parameter Performance 
colsamp gamma learning maxdep minchil N_esti alpha lambda subsam Acc(%) Pre Rec F1 

0.5 0 0.03 5 2 800 0 0 0.2 82.265 0.823 0.823 0.823 
0.5 0 0.03 5 5 800 0 1 0.5 82.260 0.823 0.823 0.823 
0.5 0 0.03 6 5 800 0.1 1 0.2 82.250 0.823 0.823 0.822 
0.5 0 0.05 4 1 800 0 1 0.5 82.250 0.823 0.823 0.822 
0.5 0.1 0.03 6 5 800 0.1 1 0.2 82.250 0.823 0.823 0.822 
0.5 0.1 0.05 6 2 200 0.1 0 0.5 82.250 0.823 0.823 0.822 
0.5 0 0.05 6 2 200 0.1 0 0.5 82.245 0.823 0.822 0.822 
0.5 0 0.05 6 2 200 0 0 0.5 82.240 0.822 0.822 0.822 
0.5 0.1 0.05 5 5 800 0 1 0.2 82.240 0.823 0.822 0.822 
0.5 0 0.05 4 1 800 0.1 1 0.5 82.225 0.822 0.822 0.822 
0.5 0.1 0.05 6 1 200 0 1 0.5 82.225 0.822 0.822 0.822 
0.5 0 0.05 6 1 200 0.1 1 0.5 82.220 0.822 0.822 0.822 
0.5 0.1 0.05 5 2 400 0.1 1 0.5 82.220 0.822 0.822 0.822 
0.5 0 0.05 6 1 400 0 1 0.1 82.215 0.822 0.822 0.822 
0.5 0.1 0.03 6 2 800 0.1 1 0.1 82.210 0.822 0.822 0.822 
0.5 0 0.05 5 1 600 0.1 0 0.1 82.205 0.822 0.822 0.822 
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ตารางที่ 4-6  (ต่อ)  
Parameter Performance 
colsamp gamma learning maxdep minchil N_esti alpha lambda subsam Acc(%) Pre Rec F1 

0.5 0.1 0.03 6 1 600 0 1 0.1 82.200 0.822 0.822 0.822 
0.5 0.1 0.05 5 2 400 0 1 0.5 82.200 0.822 0.822 0.822 
0.5 0.1 0.05 4 1 800 0 1 0.5 82.195 0.822 0.822 0.822 
0.5 0.1 0.05 5 2 800 0 1 0.1 82.195 0.822 0.822 0.822 
0.5 0 0.05 5 2 400 0 1 0.5 82.185 0.822 0.822 0.822 
0.5 0.1 0.03 5 2 600 0 0 0.5 82.185 0.822 0.822 0.822 
0.5 0.1 0.03 5 2 600 0.1 0 0.5 82.175 0.822 0.822 0.822 
0.5 0 0.03 5 5 800 0.1 1 0.5 82.165 0.822 0.822 0.822 
0.5 0 0.05 5 2 600 0 1 0.2 82.155 0.822 0.822 0.822 
0.5 0 0.05 5 5 800 0 1 0.2 82.155 0.822 0.822 0.822 
0.5 0.1 0.05 4 1 800 0.1 1 0.5 82.155 0.822 0.822 0.822 
0.5 0 0.05 5 5 800 0.1 1 0.2 82.150 0.822 0.822 0.821 
0.5 0.1 0.05 4 2 800 0.1 1 0.5 82.135 0.822 0.821 0.821 
0.5 0.1 0.05 4 1 800 0 0 0.2 82.120 0.821 0.821 0.821 
0.5 0 0.05 4 2 800 0 1 0.5 82.115 0.821 0.821 0.821 
0.5 0.1 0.05 5 2 800 0.1 1 0.1 82.115 0.821 0.821 0.821 
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ตารางที่ 4-6  (ต่อ)  
Parameter Performance 
colsamp gamma learning maxdep minchil N_esti alpha lambda subsam Acc(%) Pre Rec F1 

0.5 0.1 0.03 5 1 600 0 1 0.5 82.110 0.821 0.821 0.821 
0.5 0.1 0.05 5 1 400 0.1 0 0.2 82.105 0.821 0.821 0.821 
0.5 0 0.03 6 2 800 0.1 1 0.1 82.100 0.821 0.821 0.821 
0.5 0 0.03 5 2 600 0.1 0 0.5 82.095 0.821 0.821 0.821 
0.5 0 0.05 4 1 800 0 0 0.2 82.095 0.821 0.821 0.821 

 
 จากตารางที่ 4.6 ที ่แสดงผลลัพธ์สูงสุด  500 ร ูปแบบจาก 18,432 ร ูปแบบแสดงให้เห็นว่าค ่าพารามิเตอร์  n_estimators (trees) เท่าก ับ 800  
ค่า learning_rate 0.1 ค่า max_depth 10 ค่า min_child_weight 1 ค่า subsample 1 ค่า colsample_bytree 1 ค่า reg_alpha 0 ค่า reg_lambda 0 
และ ค่า gamma 0 ประสิทธิภาพดีท่ีสุดด้วยค่าความถูกต้องร้อยละ 92.44 
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 4.2.3 ผลการพัฒนาแบบจำลอง Hybrid GCN + XGBoost  
 โดยใช้ค่าพารามิเตอร์ท่ีดีท่ีสุดของแต่ละอัลกอลิทึม โดย GCN กำหนดให้ค่า K เท่ากับ 3  
ค่า Dropout 0.1 คา่ Hidden dim 128 คา่ Epochs 150 และ XGBoost กำหนดคา่พารามิเตอร์  
ค่า n_estimators (trees) เท่ากับ 800 คา่ learning_rate 0.1 คา่ max_depth 10  
ค่า min_child_weight 1 คา่ subsample 1 คา่ colsample_bytree 1 ค่า reg_alpha 0  
ค่าlambda 0 และ ค่า gamma 0  
 
ตารางที่ 4-7  ผลลัพธ์ของแบบจำลอง Hybrid GCN + XGBoost 
Performance 

Acc(%) Pre Rec F1 

85.950 0.874 0.861 0.850 
  จากตารางท่ี 4-7 แสดงให้เห็นว่า GCN + XGBoost ท่ีนำค่าท่ีดีท่ีสุดของแต่ละอัลกอลิทึม
แต่ละตัวมา Hy-brid กัน ค่าความถูกต้องร้อยละ 85.95  
 
ตารางที่ 4-8  ผลการเปรียบเทียบประสิทธิภาพของแบบจำลอง 

Algorithm 
Performance 

Acc(%) Pre Re F1 
GCN 78.105 0.800 0.749 0.781 

XGBoost 92.440 0.928 0.924 0.924 
Hybrid 85.950 0.874 0.861 0.845 

 จากตารางท่ี 4-8 เม่ือได้ผลลัพธ์ของ 3 แบบจำลอง ผู้วิจัยทำการเปรียบเทียบประสิทธิภาพ
ของแต่ละแบบจำลอง พบว่าแบบจำลอง XGBoost ให้ประสิทธิภาพในการทำนายผลดีท่ีสุดด้วยค่า
ความถูกต้องร้อยละ 92.44 ค่าความแม่นยำ 0.9279 ค่าระลึก 0.9244 และค่าการถ่วงดุล 0.9442 
ตามลำดับ  
 
 4.2.4 ผลการทดสอบประสิทธิภาพของแต่ละแบบจำลองด้วย Unseen Dataset  
 
ตารางที่ 4-9  ผลการทดสอบประสิทธิภาพของแบบจำลองของท้ัง 3 แบบจำลอง 

Algorithm 
Performance 

Acc(%) Pre Re F1 
GCN 49.20% 0.484 0.240 0.458 

XGBoost 86.80% 0.872 0.868 0.868 
Hybrid 81.20% 0.755 0.924 0.831 

 จากตารางที ่ 4-9 ผลการทดสอบตัวด ้วย Unseen Data จำนวน 500 ระเบียน พบว่า
แบบจำลอง XGBoost ให้ประสิทธิภาพในการทำนายผลดีที่สุดด้วยค่าความถูกต้องร้อยละ 86.80 
ค่าความแม่นยำ ค่าระลึก ค่าการถ่วงดุล อยู่ท่ีประมาณ 0.87  
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 ผลการทดสอบดังกล่าวยืนยันในเชิงประจักษ์ว่า แบบจำลอง XGBoost ท่ีผ่านการปรับแต่ง
พารามิเตอร์ มีความสามารถในการจำแนกกลุ่มลูกค้าผิดนัดชำระหนี ้และไม่ผิดนัดชำระหนี้  
ได้อย่างแม่นยำ อีกท้ังมีทดสอบด้วยข้อมูล Unseen ก็ยังคงมีประสิทธิภาพในการทำนายผลได้ดี ท่ีสุด 
แสดงให้เห็นว่า แบบจำลองไม่ได้ overfit สำหรับข้อมูลชุดใดชุดหนึ่ง ทำให้สามารถนำไปใช้พยากรณ์
ในสถานการณ์จร ิงได ้อย ่างมีประสิทธิภาพ ดังนั ้น ผู ้ว ิจ ัยจ ึงพิจารณาคัดเลือก XGBoost  
ให้เป็นแบบจำลองข้ันสุดท้าย (Final Model) เพ่ือนำไปประยุกต์ใช้งานจริง (Model Deployment) 
ในรูปแบบของระบบคัดเลือกลูกหนี้ที ่จะเข้ามาขอกู้ ซึ ่งจะช่วยให้ผู ้ปฏิบัติงานสามารถนำกำหนด
แนวทางปฏิบัติในการทำงานได้  
 
4.3  ผลการนำแบบจำลองไปใช้งาน 
 ภายหลังจากดำเนินการพัฒนาแบบจำลองและทำการเปรียบเทียบประสิทธิภาพของอัลกอริทึม
ต่าง ๆ  สำหรับการพยากรณ์ความเสี่ยงการผิดนัดชำระหนี้สินเชื่อบุคคล ผู้วิจัยได้พิจารณาคัดเลือก
แบบจำลองที่มีประสิทธิภาพสูงสุดจากการทดลอง คือ แบบจำลองเอ็กซ์ตรีมกราเดียนท์บูสติง 
(Extreme Gradient Boosting: XGBoost) เพ่ือใช้เป็นแบบจำลองหลักของงานวิจัย 
 เมื่อได้แบบจำลองที่เหมาะสมแล้ว ผู้วิจัยได้นำแบบจำลอง XGBoost มาทำการบันทึกใน
รูปแบบไฟล์ .pkl เพ่ือรองรับการนำไปใช้งานในสภาพแวดล้อมจริง จากนั้นได้พัฒนาต่อยอดโดยบูรณา
การแบบจำลองเข้ากับระบบเว็บแอปพลิเคชัน (Web Application) บน Firebase Console เพ่ือ
จัดทำเป็นระบบประเมินความเส่ียงสินเช่ือแบบออนไลน์ ซึ่งสามารถให้ผลลัพธ์ได้แบบทันที 
 4.3.1 User Interface 
 ระบบถูกออกแบบให้สามารถใช้งานสะดวก โดยผู้ใช้งานสามารถกรอกข้อมูลท่ีเกี่ยวข้องกับผู้ขอ
สินเชื่อผ่านแบบฟอร์มบนหน้าเว็บไซต์ เช่น วัตถุประสงค์ของการกู้เงิน วงเงินกู้ ยอดคงค้าง อายุ 
อาชีพ รายได้ ระยะเวลาการกู้ สถานภาพสมรส ระดับการศึกษา อายุงานและกรรมสิทธิ์ในสถาน
ประกอบการ ซึ่งเป็นข้อมูลท่ีเป็นตัวแปรสำคัญของแบบจำลอง เม่ือกดยืนยัน ระบบจะดำเนินการส่ง 
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 4.3.2  ระบบประมวลผลข้อมูล (Data Processing System and Result)  
 โดยข้อมูลทั ้ง 11 รายการจัดถูกเชื ่อมต่อก ับ XGBoost Final Model ที ่เป็นไฟล์ pkl.  
โดยเมื่อการกรอกข้อมูลครบถ้วน Backend จะเรียกใช้แบบจำลอง XGBoost ที่ถูกติดตั้งไว้เพ่ือ 
ทำการพยากรณ์ โดยผลลัพธ์ท่ีได้จะแสดงสถานะการจำแนกเป็น 2 ระดับ ได้แก่ 
“Performing” หรือ “ไม่ผิดนัดชำระหนี้” แสดงดังภาพท่ี 4-2  
“Non- Performing” หรือ “มีความเส่ียงผิดนัดชำระหนี้” แสดงดังภาพท่ี 4-3 
 
 
 
 
 
 
 
 
 
 
 
 
 

ภาพที่ 4-1  การแสดงผลหน้า User Interface 
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ภาพที่ 4-3  การแสดงผลการทำนายประเภทลูกค้ามีความเส่ียงผิดนัดชำระหนี้ 

ภาพที่ 4-2  การแสดงผลการทำนายประเภทลูกค้าไม่ผิดนัดชำระหนี้ 
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 งานวิจัยฉบับนี้มีวัตถุประสงค์เพ่ือพัฒนาและเปรียบเทียบประสิทธิภาพของเทคนิคการเรียนรู้
ของเครื่องในการพยากรณ์การผิดนัดชำระหนี้สินเช่ือบุคคล โดยใช้ชุดข้อมูลจำนวน 20,000 ระเบียน 
ซึ่งครอบคลุมข้อมูลระหว่างเดือนมกราคม 2565 ถึงกรกฎาคม 2566 และมีการติดตามพฤติกรรมการ
ชำระหนี้เพ่ิมเติมอีก 18 เดือน จนถึงเดือนกุมภาพันธ์ 2568 ข้อมูลประกอบด้วยตัวแปรสำคัญจำนวน 
11 ตัวแปร ที่สะท้อนลักษณะทางการเงินและคุณลักษณะของผู้กู ้ คือ วัตถุประสงค์ของการกู้เงิน 
วงเงินกู้ ยอดคงค้าง อายุ อาชีพ รายได้ ระยะเวลาการกู้ สถานภาพสมรส ระดับการศึกษา อายุงาน
และกรรมสิทธ์ิในสถานประกอบการ 
 กระบวนการดำเนินงานเริ่มจากการทำความสะอาดข้อมูล การแปลงตัวแปรให้อยู่ในรูปเชิง
ตัวเลข และการปรับสมดุลข้อมูลด้วยเทคนิค SMOTE เพื่อแก้ไขปัญหาความไม่สมดุลของคลาส 
จากนั้นได้ทำการเปรียบเทียบประสิทธิภาพของอัลกอริทึม 3 วิธี ได้แก่ Graph Convolutional 
Network (GCN), Extreme Gradient Boosting (XGBoost) แ ล ะ แ บ บ จ ำ ล อ ง ผ ส ม ผส า น  
(GCN + XGBoost) โดยใช้ Stratified K-Fold Cross-Validation (k = 5) เป็นวิธีประเมินผล และวัด
ประสิทธิภาพด้วย Accuracy, Precision, Recall และ F1-score 
 ผลของการวิจัยแสดงให้เห็นว่าแบบจำลอง XGBoost มีประสิทธิภาพสูงสุด โดยมีค่า Accuracy 
ในขั้นตอน Cross-Validation เท่ากับ 92.44% และเมื่อทดสอบกับชุดข้อมูลที่ไม่เคยใช้ในการฝึก
จำนวน 500 ตัวอย่าง ยังคงรักษาประสิทธิภาพได้ท่ีระดับ 86.80% พร้อมค่า Precision, Recall และ 
F1-score เฉล ี ่ ยประมาณ 0 .87 สะท้อนถ ึงความสามารถในการทั ่ วไปของแบบจำลอง  
และความเหมาะสมในการนำไปใช้งานจริง 
 ภายหลังการคัดเลือกแบบจำลองขั้นสุดท้าย ผู้วิจัยได้นำ XGBoost ไปบันทึกในรูปแบบไฟล์ 
.pkl และพัฒนาเป็นระบบเว็บแอปพลิเคชันบนแพลตฟอร์ม Firebase โดยใช้ Cloud Functions ทำ
หน้าที่เป็น API สำหรับประมวลผลแบบเรียลไทม์ ระบบที่พัฒนาขึ้นสามารถรับข้อมูลจากผู้ใช้งาน 
ประมวลผลผ่านแบบจำลอง และแสดงผลลัพธ์ในรูปแบบสถานะการจำแนกพร้อมค่าความน่าจะเป็น 
เพ่ือสนับสนุนการตัดสินใจในด้านการให้สินเช่ือ 
 โดยสรุป งานวิจัยน้ีแสดงให้เห็นถึงศักยภาพของการประยุกต์ใช้เทคนิคการเรียนรู้ของเครื่องใน
การพยากรณ์ความเส ี ่ ยงด ้านเครดิตได ้อย ่างม ีประส ิทธ ิภาพ และสามารถต ่อยอดจาก  
การวิเคราะห์เชิงวิชาการไปสู่การพัฒนาระบบต้นแบบท่ีใช้งานได้จริง ซึ่งมีคุณค่าต่อการบริหารความ
เส่ียงของสถาบันการเงินในเชิงปฏิบัติ 
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บทท่ี 5 

สรุปผล อภิปรายผล และข้อเสนอแนะ 
 
 งานวิจัยนี้มีวัตถุประสงค์เพ่ือพัฒนาแบบจำลองการพยากรณ์การผิดนัดชำระหนี้ของลูกค้า
สินเช่ือส่วนบุคคล โดยประยุกต์ใช้เทคนิคเหมืองข้อมูล การดำเนินงานวิจัยครอบคลุมกระบวนการ
เก็บรวบรวมข้อมูล การจัดเตรียมข้อมูล การพัฒนา และประเมินประสิทธิภาพแบบจำลอง และ
การนำแบบจำลองไปใช้งานจริง ในบทนี้จะนำเสนอข้อมูล 3 ส่วน ดังนี้ 
 5.1  สรุปผลการวิจัย  
 5.2  การอภิปรายผลการวิจัย  
 5.3  ข้อเสนอแนะ 
 
5.1  สรุปผลการวิจัย 
 งานวิจัยน้ีนำเสนอแนวทางการประยุกต์ใช้เทคนิคการเรียนรู้ของเครื่องเพ่ือพยากรณ์การผิดนัด
ชำระหนี้สินเชื่อบุคคล โดยใช้ชุดข้อมูลจำนวน 20,000 ระเบียน ซึ่งครอบคลุมข้อมูลระหว่างเดือน
มกราคม 2022 ถึงกรกฎาคม 2023 และติดตามพฤติกรรมการชำระหนี้เพ่ิมเติมอีก 18 เดือน จนถึง
เด ือนก ุมภาพันธ์ 2025 ข้อมูลแต่ละระเบียนประกอบด้วยตัวแปรสำคัญจำนวน 11 ตัวแปร 
ท่ีเกี่ยวข้องกับลักษณะทางการเงินและคุณลักษณะส่วนบุคคลของผู้กู้ 
 แบบจำลองที่นำมาเปรียบเทียบ ได้แก่ Graph Convolutional Network (GCN), Extreme 
Gradient Boosting (XGBoost) และแบบจำลองผสมผสาน (GCN + XGBoost) โดยมีการดำเนินการ
เตรียมข้อมูลอย่างเป็นระบบ ทั้งการทำความสะอาดข้อมูล การแปลงตัวแปรให้อยู่ในรูปเชิงตวัเลข 
และการปรับสมดุลข้อมูลด้วยเทคนิค SMOTE เพ่ือแก้ไขปัญหาความไม่สมดุลของคลาส 
 ผลการประเมินประสิทธิภาพด้วยเทคนิค Stratified K-Fold Cross-Validation (k = 5) แสดง
ให ้ เห ็นว ่าแบบจำลอง XGBoost ให ้ผลล ัพธ ์ด ีท ี ่ ส ุด โดยม ีค ่า  Accuracy เท ่าก ับ 92 .44%  
ค่า Precision เท่ากับ 0.93 ค่า Recall เท่ากับ 0.92 และค่า F1-score เท่ากับ 0.92 
 เมื่อทดสอบเพิ่มเติมกับชุดข้อมูลที่ไม่เคยใช้ในการฝึกจำนวน 500 ตัวอย่าง พบว่า XGBoost 
ยังคงมีประสิทธิภาพสูงสุด โดยให้ค่า Accuracy เท่ากับ 86.80% และมีค่า Precision, Recall และ 
F1-score เฉลี่ยอยู่ที่ประมาณ 0.87 สะท้อนถึงความสามารถของแบบจำลองในการประยุกต์ใชก้ับ
ข้อมูลใหม่ได้อย่างมีประสิทธิภาพ 
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5.2  การอภิปรายผลการวิจัย 
 จากงานวิจัยน้ีแสดงให้เห็นว่า การนำเทคนิคการเรียนรู้ของเครื่องมาประยุกต์ใช้เพ่ือพยากรณ์
การผิดนัดชำระหนี้สินเชื่อบุคคล สะท้อนให้เห็นถึงศักยภาพของโมเดลที่แตกต่างกันอย่างชัดเจน 
โดยเฉพาะอย่างยิ่งโมเดล XGBoost ที่สามารถให้ผลลัพธ์เหนือกว่าโมเดล Graph Convolutional 
Network (GCN) และโมเดลผสมผสาน GCN+XGBoost ท้ังในข้ันตอนการประเมินด้วย Stratified K-Fold 
Cross-Validation และการทดสอบกับข้อมูลใหม่ท่ีไม่เคยใช้ในการฝึก (Unseen Data) 
 เมื่อเปรียบเทียบกับ GCN และโมเดล Hybrid พบว่าประสิทธิภาพของทั้งสองโมเดลดอ้ยกว่า 
XGBoost โดย GCN แม้จะมีข้อได้เปรียบในการเรียนรู้โครงสร้างเชิงกราฟ แต่ข้อมูลสินเช่ือบุคคลท่ี 
ใช้ในงานนี้ไม่ได้มีความสัมพันธ์เชิงโครงสร้าง (Graph Structure) ท่ีชัดเจนเพียงพอ ทำให้แบบจำลอง
ดึงประโยชน์จากการเรียนรู้เชิงกราฟออกมาได้ไม่เต็มท่ี นอกจากนี้ เม่ือพิจารณาในเชิงลักษณะของ
ข้อมูล พบว่าข้อมูลสินเชื่อบุคคลที่ใช้ในงานวิจัยนี้มีลักษณะเป็นข้อมูลแบบตาราง (Tabular Data)  
ซึ่งประกอบด้วยตัวแปรเชิงคุณลักษณะของผู้กู้เป็นหลัก เช่น รายได้ อายุ วงเงินกู้ และระยะเวลาการกู้ 
เป็นต้น โดยตัวแปรเหล่านี้เป็นข้อมูลเชิงอิสระท่ีสะท้อนสถานะทางการเงินและพฤติกรรมของแต่ละ
บุคคลเป็นรายตัว มากกว่าจะเป็นข้อมูลที ่ม ีความสัมพันธ์เชิงโครงสร้าง แม้ว่าในงานวิจัยนี้  
จะมีการสร้างโครงสร้างกราฟโดยใช้วิธ ี k-Nearest Neighbors (kNN) เพื ่อเชื ่อมโยงตัวอย่าง 
ที่มีความคล้ายคลึงกัน แต่ความสัมพันธ์ดังกล่าวเป็นความสัมพันธ์เชิงคำนวณ (Similarity-based 
Relationship) ที่ถูกสร้างขึ้นจากระยะห่างของตัวแปรเชิงตัวเลข ไม่ใช่ความสัมพันธ์เชิงโครงสร้าง  
ท่ีเกิดข้ึนจริง ด้วยเหตุนี้ โครงสร้างกราฟท่ีได้ไม่สามารถสะท้อนบริบทเชิงความสัมพันธ์ท่ีมีนัยสำคัญ 
ต่อพฤติกรรมการผิดนัดชำระหนี้ได้อย่างแท้จริง ส่งผลให้ GCN ซึ่งพ่ึงพาการเรียนรู้จากความสัมพันธ์
ระหว่างโหนด (nodes) และบริบทของเพ่ือนบ้าน (neighborhood aggregation) ไม่สามารถแสดง
ศักยภาพได้อย่างเต็มท่ี ในขณะท่ี XGBoost มีความเหมาะสมกับข้อมูลแบบตาราง เนื่องจากสามารถ
เรียนรู้ความสัมพันธ์เชิงไม่เชิงเส้น (nonlinear relationships) และเงื ่อนไขเชิงเกณฑ์ (threshold-
based rules) ระหว่างตัวแปรได้อย่างมีประสิทธิภาพ โดยไม่จำเป็นต้องอาศัยโครงสร้างกราฟเพ่ิมเตมิ 
ซึ่งสอดคล้องกับงานวิจัยของ Gunnarsson et al.[4] ท่ีอธิบายว่าโมเดลแบบกลุ่มท่ีใช้ต้นไม้ตัดสินใจ 
(Ensemble Tree-based Models) เช่น XGBoost มักจะแสดงประสิทธิภาพที่เหนือกว่าเมื่อเทียบ
กับสถาปัตยกรรมเชิงลึก (deep learning) และแบบผสม (hybrid) ในงานด้านการให้คะแนนเครดิต 
ดังนั้น ประสิทธิภาพที่เหนือกว่าของ XGBoost แบบเดี่ยวที่สังเกตได้ในงานวิจัยนี้จึงสอดคล้องกับ
หลักฐานเชิงประจักษ์ท่ีมีอยู่แล้วในวรรณกรรมด้านการสร้างแบบจำลองความเส่ียงด้านเครดิต  และ
งานวิจัยของกมลชนก [1] ซึ่งรายงานว่า XGBoost แบบเดี่ยวในงานพยากรณ์ความเส่ียงด้านเครดิต  
มีผลลัพธ์สูงกว่า voting ensemble ของหลายๆอัลกอริทึม ซึ่งงานวิจัยนี้ตอกย้ำข้อเท็จจริงที่ว่า 
XGBoost ยังคงเป็นหนึ่งในอัลกอริทึมท่ีมีประสิทธิภาพสูงสุดสำหรับการพยากรณ์การผิดนัดชำระหนี้
ในบริบทของข้อมูลที่มีตัวแปรทางการเงินและคุณลักษณะส่วนบุคคลของผู้กู ้ ผลลัพธ์นี ้สอดคล้อง  
กับงานของ Liu, Zhang & Fan [9] ท่ีแสดงให้เห็นว่าแม้โมเดล Hybrid XGBoost+GNN จะมีศักยภาพ 
แต่ XGBoost แบบเดี่ยวก็ยังคงให้ผลลัพธ์ที่แข็งแกร่งและเสถียรในหลายกรณี  ซึ่งงานวิจัยนี้ยนืยัน 
ว่า XGBoost เป็นโมเดลที่เหมาะสมที่สุดสำหรับการพยากรณ์การผิดนัดชำระหนี้สินเชื ่อบุคคล  
ในบริบทของข้อมูลเชิงตัวแปร และการพยายามสร้างโมเดล Hybrid ท่ีไม่สอดคล้องกับลักษณะข้อมูล 
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และ ลักษณะความสัมพันธ์ของตัวแปรที ่ไม่ชัดเจน อาจไม่ได ้เพิ ่มค ุณภาพของการทำนาย  
แต่กลับลดประสิทธิภาพลง ซ ึ ่งเป็นข้อค้นพบที่ม ีน ัยสำคัญต่อการเลือกใช้โมเดลในงานวิจัย 
และการประยุกต์ใช้จริงในสถาบันการเงิน  
 ดังนั้น ผลลัพธ์ท่ี XGBoost มีประสิทธิภาพเหนือกว่า GCN และโมเดล Hybrid ในงานวิจัยน้ี จึง
สามารถอธิบายได้จากความสอดคล้องระหว่างลักษณะของข้อมูล ( tabular data) และกลไก 
การเรียนรู้ของโมเดล ซึ่งไม่ต้องพึ่งพาความสัมพันธ์เชิงโครงสร้างที่ซับซ้อน ทั้งนี้สะท้อนให้เหน็ว่า  
การเลือกใช้โมเดลควรพิจารณาให้เหมาะสมกับธรรมชาติของข้อมูลเป็นสำคัญ และในกรณีที่ข้อมูล
ไม่ได้มีโครงสร้างเชิงกราฟที ่ช ัดเจน การใช้โมเดลเชิงกราฟอาจไม่ก่อให้เก ิดประโยชน์เพ ิ่มเติม  
 และอาจเพ่ิมความซับซ้อนโดยไม่จำเป็น 
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5.3  ข้อเสนอแนะ 
 5.3.1.  ข้อเสนอแนะเชิงการประยุกต์ใช้ (Practical Implications) 
    5.3.1.1  คุณภาพของข้อมูล ข้อมูลต้องมาจากแหล่งที่น่าเชื่อถือ ยิ่งข้อมูลมีคุณภาพ  
ก็จะสามารถ เพ่ือประสิทธิภาพในการเรียนรู้ของแบบจำลองได้อย่างครอบคลุม 
    5.3.1.2 ด้วยข้อจำก ัดบางประการของข ้อม ูล ทำให้บางแบบจำลองไม่สามารถ  
ถูกนำมาใช้ได้อย่างเต็มประสิทธิภาพตามศักยภาพท่ีควรจะเป็น 
    5.3.1.3  สถาบ ันการเง ินสามารถนำแบบจำลองไปใช ้ เป ็นเคร ื ่องม ือสน ับสนุน 
การตัดสินใจ (Decision Support Tool) ในกระบวนการพิจารณาอนุมัติสินเช่ือ  
 5.3.2.  ข้อเสนอแนะสำหรับการวิจัยในอนาคต (Future Research Directions) 
    5.3.2.1  การเพิ ่มจำนวนและความหลากหลายของต ัวแปร งานวิจ ัยในอนาคต  
อาจพิจารณาเพิ ่มข้อม ูลต ัวแปรเพิ ่มเต ิม  ข้อมูลเครดิตบู โร หรือข้อมูลเศรษฐก ิจมหภาค  
เพ่ือเพ่ิมศักยภาพในการทายผลของแบบจำลอง 
    5.3.2.2  การทดลองใช้อ ัลกอริทึมขั ้นสูงเพิ ่มเต ิม อาจทดลองใช้อ ัลกอริท ึมอื่น  
เช่น LightGBM, CatBoost หรือ Deep Learning เพ่ือเปรียบเทียบประสิทธิภาพเพ่ิมเติม 
 5.3.3.  ข้อจำกัดของงานวิจัย (Limitations) 
    5.3.3.1  ข้อมูลที ่ใช้ในการศึกษาเป็นข้อมูลแบบตารางและไม่มีความสัมพันธ์เชิง
โครงสร้างท่ีชัดเจนระหว่างตัวอย่างข้อมูล ส่งผลให้ GCN ไม่สามารถแสดงศักยภาพได้อย่างเต็มท่ี  
    5.3.3.2  กระบวนการเตรียมข้อมูลมีการตัดข้อมูลที่มีค่าขาดหาย (missing values) 
ออกเป็นจำนวนมาก ซึ่งอาจก่อให้เกิดความเอนเอียงของข้อมูลและอาจส่งผลต่อความสามารถในการ
นำโมเดลไปประยุกต์ใช้กับข้อมูลจริง 
    5.3.3.3  การใช้เทคนิค SMOTE เพื่อแก้ปัญหาความไม่สมดุลของข้อมูล แม้ว่าจะช่วย
เพ่ิมประสิทธิภาพของโมเดล แต่อาจไม่สามารถสะท้อนพฤติกรรมของลูกหนี้ผิดนัดได้อย่างสมบูรณ์ 
    5.3.3.4  จำนวนตัวแปรท่ีใช้ในการสร้างโมเดลมีเพียง 11 ตัวแปร ซึ่งอาจยังไม่ครอบคลุม
ปัจจัยสำคัญอื่น ๆ เช่น อัตราส่วนทางการเงิน หรือพฤติกรรมการใช้จ่าย  
    5.3.3.5  ข้อมูลที่ใช้ในงานวิจัยนี้มาจากสถาบันการเงินเพียงแห่งเดียว และไม่ได้รวม
ข้อมูลจากเครดิตบูโร ซึ่งเป็นแหล่งข้อมูลสำคัญท่ีสะท้อนพฤติกรรมทางการเงินโดยรวมของผู้กู้ ส่งผล
ให้แบบจำลองไม่สามารถสะท้อนความเส่ียงด้านเครดิตได้อย่างครบถ้วน และจำกัดความสามารถใน
การนำไปประยุกต์ใช้กับสถาบันการเงินอื่นท่ีมีลักษณะลูกค้าและนโยบายสินเช่ือแตกต่างกัน 
    5.3.3.5  ข ้ อม ู ลท ี ่ ใ ช ้ ครอบคล ุ มเฉพาะช ่ ว ง เวลา พ .ศ .  2565–2568 ซ ึ ่ ง เป็น 
ช่วงสถานการณ์ COVID-19 และการเปล่ียนแปลงของอัตราดอกเบ้ียนโยบาย ดังนั้น แบบจำลอง 
ท่ีพัฒนาข้ึนอาจมีข้อจำกัดในการนำไปใช้กับช่วงเวลาอื่นท่ีมีสภาวะเศรษฐกิจแตกต่าง
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